Neuronoveé site

V prezentaci jsou pouzity podklady z rady
zdroju (Marcel Jifina, Dan Novak, Jean-

~ Christophe Prévotet, Petr Berka, Jana
TucCkova a dalsi)
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Neuronove site

Jsou inspirovany poznatky o neuronech a nervovych sitich
Zivych organizmu a jejich schopnostmi:

extrahovat a reprezentovat zavislosti v datech, ktere
nejsou zrejmé

resit silné nelinearni ulohy
ucit se
zevseobecnovat

Vyuzivaji se pro klasifikaci, regresi a predikci Casovych rad



Biologicka
INnspirace
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télo neuronu




Perceptron - model neuronu

jako zakladni vypocetni jednotky neuronovych siti.

Perceptron vyuziva prosty linearni model!

se pouziva pro oznaceni




Principy pouzité pri modelovani neuronu

m obsahuje nékolik vstupu, které jsou ohodnoceny vahami
a jeden vystup
m V neuronu pobihaji dva procesy:
vypocet (post-synaptického) potencialu

&= anwixi -0 = anwixi
i=1 i=0

vypocCet hodnoty vystupu pomoci (prenosove) aktivacni funkce,
napr. schodove funkce

nebo sigmoidy f (&)= :
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Logisticka (sigmoida)
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Sigmoidni prenosova funkce; S(®)
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Prenos neuronove sité je urCen:

topologii sité — pocet vrstev a jejich neuron
parametry sité

Parametry neuronové sité:
- vahové koeficienty vazeb neuronu wy, € <0,1>

J
- prahové hodnoty
- volba a parametry prenosoveé funkce S, A
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Dalsi priklady aktivacnich funkci

Linearni

y=x

I Logistic:ka’l1 (sigmoida)

Y exp(x)

Hyperbolicky tangens

I exp(X) —exp(—X)
05 y —
exp(X) +exp(—X)




Perceptron output
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Procedura uceni — optimalizacni gradientni algoritmus Back-Propagation (BP)

ay 7 Strategie optimalizace
20 , A y,* — pro K trénovacich pfikladu
- ’ 0 ix.:

j=1

1 K ( 0 % \2 .
/ En En=52 yj—yj) — min
adaptacni
algortrmus

kde y;* je vystup perceptr.

Adaptace vahy w(t+1)=w(t)+ u ok, L€ <O,1>

ow(t) kde u je parametr uceni

OE (o0
Pro perceptron je y* = w. x, a tedy — = (Y- - y-) (—X;)
ow(t) ,Z_:' j j j

P¥i inkrementalni (stochastické) aproximaci  W(t +1) = w(t) + z2.(Y, = ¥; ).,
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- A: je zvolen nahodné vektor vah w, a k nému
urCena kolma rozhodovaci hranice (p), zjiStujeme vystup pro bod 1 - lezi v oblasti s
vystupem 1, i kdyz ma lezet v oblasti s vystupem 0 — B: odeCteme vektor bodu 1 od
vektoru vah w, a ziskame novy vektor vah w, a k nému pfislusnou rozhodovaci hranici
znazornénou pfimkou r, bod 2 je umistén spravné, bodu 3 pfiradi sit hodnotu 1 i kdyz
ma dostat vystup 0 — C: odeCteme vektor bodu 3 od vektoru vah w., a ziskame novy
vektor vah w; — nyni je jiz problém vyfeSen - vSem bodum je pfifazena odpovidajici
hodnota vystupu, reSenim probléemu je tedy vektor vah w; s prisluSnou rozhodovaci
hranici q.
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Perceptron a jeho omezeni

Jednovrstvy perceptron se muze naucit resit jen problémy, které jsou
linearne separabilni.

Booleovske funkce AND i OR jsou linearné separabilni,

avsak booleovska funkce XOR (a obecnée problém parity) tuto
vlastnost nema.

y y
O O R y O . Q S \\; X
Boolean AND Boolean XOR

X ANDy X XORYy
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Omezeni 1 perceptronu

Perceptron pracuje s linearni hranici

1WTer b=20

Priklady problému, které nejsou linearné separabilni
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Jak prekonat lin.omezeni perceptronu?

m XOR problém by bylo mozné resit s pouzitim 2 linearnich
hranic: Je reSeni v pouziti vice vrstev neuronu ?
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m Necht kazdy neuron v jedné vrstve implementuje svou
linearni hranici a necht dalsi vrstva obé rozhodnuti
kombinuje.
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Struktura sité

m Pro vetsi vypocetni silu se neurony usporadavaji do siti
neuronu.

m Priklad site se 2 skrytymi vrstvami

Jak ma v takovém pripadé probihat
uceni pro jednotlivé neurony?

Vicevrstve site pouzivaji pro sve
uceni algoritmus zpétné propagace
chyby backpropagation learning
algorithm
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Vicevrstve perceptonove site
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Vicevrstva sit s 1 skrytou vrstvou a 6 vstupy

Vystup.j. a;
Vahy Wi,
Skryte j. a;
Vahy W i

Vstupni j. a,
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Vicevrstva perceptonova sit

Pocet vrstev (skrytych)

2 (1)

vystup
vstupy K Q
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Backpropagation algoritmus

Inicializuj vahy sité malymi nahod. Cisly (napf. z intervalu (-0,05, 0,05) )

m Cyklus opakovany az do splnéni kritéria pro zastaveni

Pro kazdy priklad [x,y] z trénovacich dat

Spocitej vystup out , pro kazdy neuron u v siti

Pro kazdy neuron v ve vystupni vrstvé spocitej modif. chybu
A, ,=out,.(1-out,).(y, -out,)

Pro kazdy neuron s ve skryte vrstvé spocitej chybu

A, =out,. (1-out,). 2. (W, *A,)

vevystup

Pro kazdou vazbu vedouci od neuronu j do neuronu k modifikuj vahu
vazby

W= W, +Aw;, , kde Aw;, =n 4, out;

Obvyklé kritérium pro zastaveni: Chyba sité na validacnich datech je
mensSi nez pozadovana hodnota.
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riklady ruznych problému, které
nejsou linearne separabilni

Types of Exclusive-OR | Classes with | Most General
Structure . _ _ _
Decision Regions Problem
Single-Layer Half Plane
@, Bounded By

/ \ Hyperplane

Two-Layer Convex Open
/O\ Or

M Closed Regions

Three-Layer Abitrary

(Complexity
Limited by No.
of Nodes)

Neural Networks — An Introduction Dr. Andrew Hunter
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Vicevrstva perceptonova sit

m Veéta (Kolmogorov, 1957): Necht n > 1 je pfirozené Cislo
a f je spojita realna funkce. Potom Ize tuto funkci
reprezentovat vztahem

2n+1 n
f(Xlﬂxzﬂ"'DXn):Z¢j£ Wij(xi)j
i=1 i=1

kde @; a ¥;; jsou spojité funkce jedné promeénné.

m TEDY libovolnou rozumnou, tj. spojitou, funkci lze zapsat
(reprezentovat) s pomoci do sebe vnorenych funkci
jediné promeénne.
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Dusledky Kolmogorova teorému

a Dusledek aplikace Kolmogorovovy véty na problematiku neuronovych
siti: K tomu, aby bylo transformacni funkci T neuronove sit€¢ mozno
aproximovat libovolnou funkeci f, postaci, aby pfisluSnd neuronova sit’
méla alespon tri vrstvy o odpovidajicich poctech neuronu (vykonnych
prvki) v jednotlivych vrstvach.

O Funkci T 1ze tedy implementovat jako transformacni funkci neuronove
sité, ktera ma
neymengé ti1 vrstvy s doprednou vzajemnou vazbou
+ vstupni distribucni vrstvu.
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Typy neuronovych siti

m EXxistuje cela rada neuronovych siti, které se liSi architekturou a
pouzitymi stavebnimi prvky (perceptron, neuron s aktivacni funkci
typu ,radial base®, ..),napf.

Vicevrstva perceptonova sit (MLP)
Hopfieldova sit’

Kohonenovy samoorganizujici se mapy (SOM)
Sit RBF (radial bases functions)

m Kazdy typ se hodi pro jinou tridu uloh
m Zakladnimi ulohami neuronovych siti jsou klasifikace a regrese
(aproximace)

m Podle pfitomnosti ,uditele” muzeme neuronové sité délit na sité s
uCitelem a bez ucitele
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Proces uceni neuronovych siti

m Pro uceni (trenovani NS) je treba mit dostatek
reprezentativnich pfikladu

m [renovaci, vyberova, testovaci mnozina
m Na zacCatku ucCeni byvaji vahy nejCasteji nastaveny na
nahodna cCisla

m Proces uceni se snazi minimalizovat odchylku (chybu)
mezi skuteCcnym (aktualnim) a pozadovanym vystupem

m Kazda neuronova sit ma jiny algoritmus uceni, vesmes
jsou to ale iteracni procesy
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Navrh neuronoveé sité

m Pro reseni kazde ulohy musi byt navrzena jedinecna
neuronova sit

m Otazka vhodného vyberu sité

m Vybér struktury sité, tj. poCet vstupu, vystupu, vrstev,
skrytych neuronu, typ aktivacnich funkci, atd.

m \yber trénovaciho algoritmu

m Typické problémy over-sizing, over-learning (over-fitting)



" I
Vicevrstva perceptonova sit

m Nejrozsirenejsi a nejpouzivanejsi sit

m Jak pro klasifikaci tak pro regresi (a tedy i predikci
spojitych funkci, napf. Casovych rad)

Sit' s ucitelem

Aktivacni funkci je nejCasteji sigmoida

Otazka vybéru poctu vrstev a poCtu neuronu

Krome zakladniho algoritmu backpropagation existuje
rada sofistikovanych metod ucCeni, napr. metoda
sdruzenych gradientu, Levenbergova-Marquardtova
metoda atd.



Vicevrstva perceptonova sit

m K nevyhodam sité patri obtizné reSeni problému lokalnich minim a
pomerne dlouha doba uceni

m Pro zlepseni prace se pouziva rada metod, napr. zména architektury
(doplnéni dalSich neuronu, ..), vyuziti momentu, Sumu, ...
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Sit RBF *

m Radial Basis Function (RBF), sit radialnich jednotek

m Pevny pocCet vrstev

m Dva typy neuronu: radialni a perceptronového typu
(nejCastéji linearni)

m Vahy v prvni vrstve jsou nastavovany pevne na zacCatku

uceni, ve druhé vrstve se postupuje podobne jako u
vicevrstve perceptronove site nebo primo regresi
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Sit RBF *

m Postsynapticky potencial

X—C

°= )

m Aktivaéni funkce

Og)=e"

m Adaptace vah

Y = Woy +ijk®j(§) = ijk®j(§)
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Kohonenova sit *

m Kohonenova sit (SOM — self organizing map, SOFM)

m Bez ucCitele, provadi proto pouze analyzu vstupnich dat,
presneji druh shlukové analyzy

m Obsahuje jedinou vrstvu radialnich neuronu, které
mohou byt usporadany to tzv. mrizky

m Sit je mozné rozsirit tak, aby byla schopna klasifikace
(Learning Vector Quantization — LVQ)
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Kohonenova sit *

m Adaptacni funkce

h(v)
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Kohonenova sit *

m Struktura Kohonenovy site




Kohonenova sit *

topologické zobrazeni

topologicka miizka

. L, rostor vzorl
neurontl (vahové¢ vektory) P

m Proces ucCeni (adaptace vah)
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Kohonenova sit *

m \Vzdalenosti vzoru k neuronum

m

d, :;(Xi _Wij)2

LI A" 4 4

dj* :m_in(d-)

i J

m Adaptace vah

wy (t+1) = wy (£)+7(th(v, t)(xi (t)-w, (t))



Kohonenova sit *

posledni
vrstva

vahové vektory

vstupni vrstva
sestaveni

o000
t ptiznakového
vektoru

vstupni snimek
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Hopfieldova sit *

m Navrzena J. Hopfieldem v roce 1982

m Autoasociativni pamet

m Pracuje s bipolarnimi (binarnimi) hodotami
vstupu/vystupu

m Spojita varianta Hopfieldovy sité se pouziva pro reseni
optimalizaénich problému
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Softwarove prostredky pro NS

m Matlab Neural Network Toolbox
m Statistica Neural Networks

Performance is 0.00204974, Goal is 0.001
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History of Avrtificial Neural Networks (ANNs)

m Pre-1940: von Hemholtz, Mach, Pavlov, etc.
General theories of learning, vision, conditioning
No specific mathematical models of neuron operation
m 1940s: Hebb, McCulloch and Pitts
Hebb: Explained mechanism for learning in biological neurons
McCulloch and Pitts: First neural model
m 1950s: Rosenblatt, Widrow and Hoff

First practical networks (Perceptron and Adaline) and
corresponding learning rules

m 1960s: Minsky and Papert
Demonstrated limitations of existing neural networks

New learning algorithms not forthcoming, most research
suspended

m 1970s: Amari, Anderson, Fukushima, Grossberg, Kohonen
Progress continues, although at a slower pace

m 1980s: Grossberg, Hopfield, Kohonen, Rumelhart, etc.
Important new developments cause a resurgence in the field
(Backpropagation algorithm)
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