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NEURONOVE SITE 1

Eva Volna

Cil predmétu

Seznamit studenta se zaklady teorie neuronovydh Bitaz je zde kladen nejen na
zakladni teorii, ale i na schopnost ji aplikovétieSeni piklada.
VSechny v textu uvedené popisy algotitiaou gevzaty z [2].

Po prostudovani textu budete znat:

Tyto webni texty jsou weny studeritm informatiky pro pedn®t neuronové sétl. Jsou

v nich vysetleny zakladni pojmy z teorie uych neuronovych siti. V jednotlivych
kapitolach jsou postugnpodle obtiznosti uvedeny zakladni modely neuronbvgiti

(tj. perceptron, adaline, madaline, de@na vicevrstva neuronov& si adapténi metodou

backpropagation, asociativni neuronovéé st neuronové sit pracujici na principu
samoorganizace), a to jejich architektura, aktdyriamika a adaptivni dynamika.



Ucel textu

Struktura textu

Ukoly

Uvod pro praci s textem pro distan ~ éni studium.

Privodce studiem:

Tento text ma slouzit pro petby vyuky vykrového pednetu
NEURONOVE SITE 1 na katete informatiky a peitact. Nepredpoklada
se zadna iedchozi znalost problematiky, pouze zaklady matekeat
analyzy, pedevSim diferencialni get a maticovy pé&et. Redntt ma rysy
kurzu, ve kterém student ziska uce€jéhpohled na problematiku wigch
neuronovych siti.

V textu jsou dodrZzena nasledujici pravidla:

- je specifikovan cil lekce (tedy co byéhstudent po jejim absolvovani
umet, znat, pochopit)

- vyklad wiva

- dalezité pojmy

- Ukoly a otazky k textu

- korespondeni ukoly (mohou byt sdruzeny po vice lekcich)

Vyberte si a vypracujte JEDEN korespondegini Ukol z kapitoly 4. — 9.
této studijni opory. Dale vypracujte korespondekini ukol
z kapitoly 10. ReSeni obou korespondafmich Gkoli zaSlete do konce
semestru (nejpozdji p red zkouskou) na adresweva.volna@osu.cz

Pokud mate jakékolivécné nebo formalniffpominky k textu, kontaktujte
autora (eva.volna@osu.cz).
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i

pocatecni obdobi

1 UVOD DO PROBLEMATIKY NEURONOVYCH SITi

Cil:

Ziskate zakladniiehled o &chto tématech:
- historie neuronovych siti;
- biologicky neuron;
- formalni neuron.

V této uvodni kapitole se stine seznamite s historii neuronovych siti [6]
a se zakladnim matematickym modelem biologickéharone, tj.
formalnim neuronem. Z tohoto modelu budeme déalkazgt, a proto je
nutné, abyste jeho pochope#havali zvySenou pozornost.

1.1 Historie neuronovych siti

Za paétek vzniku oboru neuronovych siti je povaZzovaré&c@iWarrena
McCullocha a Waltera Pittse z roku 1943 rkigytvorili velmi jednoduchy
matematicky model neuronu, coz je zakladnfikau nervové soustavy.
Ciselné hodnoty parametru v tomto modelu bykevazri bipolarni,
ti. z mnoziny {-1,0,1}. Ukazali, Ze nejjednodus§py neuronovych siti
mohou v principu péitat libovolnou aritmetickou nebo logickou funkci.
Ackoliv nepaitali s moznosti bezprasidniho praktického vyuZiti svého
modelu, jejich¢lanek n&l velky vliv na ostatni badatele. V roce 1949
napsal Donald Hebb knihuThe Organization of Behavidurve které
navrhl &ici pravidlo pro synapse neurfofmezineuronové rozhrani). Toto
pravidlo bylo inspirovano mySlenkou, Ze podgmié@ reflexy, které jsou
pozorovatelné u vSech Zigioht, jsou vlastnostmi jednotlivych neurion
Hebb se snazil vystlit n¢které experimentalni vysledky psychologie.
Také jeho prace ovlivnila ostatnddce, ktéi se zdali zabyvat podobnymi
otazkami. AvSak 40. a 50. léta zatim ¢esegdinesla zasadni pokroky
v oblasti neurovypéti. Typickym gikladem vyzkumu v tomto obdobi
byla v roce 1951 konstrukce prvniho neurdpate Snark u jehoz zrodu
stal Marvin Minsky. Snark byl sice G&ny z technického hlediska,
dokonce jiz automaticky adaptoval vahy, ale ve &dgsti nebyl nikdy
vyuzit k feSeni gjakého zajimavého praktického problému. Nicengaho
architektura pozgi inspirovala dalSi konstruktéry neuraptacu. V roce
1957 Frank Rosenblatt vynalezl tzv. perceptronyykie zobecinim
McCullochova a Pittsova modelu neuronu pro reaftigelny obor
parametil. Pro tento model navrhkici algoritmus, o kterém matematicky
dokéazal, Ze pro dana tréninkova data nalezne peckém pdtu kroki
odpovidajici vahovy vektor paramietfpokud existuje) nezavisle na jeho
pocatenim nastaveni. Rosenblatt také napsal jednu zghvrkinih

o neurovypotech Principles of Neurodynamits Na zaklaé¢ tohoto
vyzkumu Rosenblatt spolu s Charlesem Wightmaneral&irdi sestrojili
béhem let 1957 a 1958 prvni &§my neuropditac, ktery nesl jméno
»Mark | Perceptrofl. ProtoZze fivodnim odbornym zajmem Rosenblatta



bylo rozpoznavani obraZc byl tento neuropfitaé navrzen pro
rozpoznavani znak Znak byl promitan na stelnou tabuli, ze které byl
sniman polem 20x20 fotovadi. Intenzita 400 obrazovych bédbyla
vstupem do neuronové &iperceptroi, jejimz ukolem bylo klasifikovat,
o jaky znak se jedna (nap,A“, ,B“ apod.). Diky UsmSné presentaci
uvedeného neuropiiace se neurovypay, které byly alternativou ke
klasickym vypd@tam realizovanym na von neumannovské architiektu
pocitace, staly novym fednetem vyzkumu. Frank Rossenblatt je proto
dodnes #kterymi odborniky povazovan za zakladatele tohotwého
oboru. Kratce po objevu perceptronu Bernard Widssasvymi studenty
vyvinul dalSi typ neuronového vypetniho prvku, ktery nazval
~ADALINE' (ADAptive Llnear NEuron). Tento model byl vybaven
novym vykonnym gicim pravidlem, které se dodnes nénito. Widrow
se svymi studenty demonstroval f@nkst ,ADALINE' na mnoha
jednoduchych typovychiikladech a zalozil také prvni firmu (Memistor
Corporation) orientovanou na hardware neutitpdi, kterd v prvni
polovire 60. let vyrakla a prodavala neuropibace a jejich komponenty.
Na pelomu 50. a 60. let dochazi k @&Spému rozvoji neurovybi

v oblasti navrhu novych modelheuronovych siti a jejich implementaci.
Vysledky z uvedeného obdobi jsou shrnuty v knizdseNiNilssona
,Learning Machinegs z roku 1965. Fes nesporné uspghy dosazené
v tomto obdobi se obor neuronovych siti potykatlgama problémy. Za
prvé, \tSina badatél pristupovala k  neuronovym  sitim
z experimentéalniho hlediska a zanedbavala anajytickyzkum
neuronovych modél Za druhé, nadSeni ¢kterych vyzkumnych
pracovniki vedlo k velké publicit neopodstaiinych prohlaseni (ndpza
ne¢kolik malo let bude vyvinut usly mozek). Tyto skuténosti
diskreditovaly neuronové sit ocich odbornik z jinych oblasti a odradily
védce a inzenyry, ki€ se 0 neurovypiy zajimali. Navic se samostatny
obor neuronovych siti ¥erpal a dalSi krok v této oblasti by byval
pozadoval radikakh nové myslenky a postupy. NejlepSi odbornici oblast
neuronovych siti opoust a zaiali se zabyvat ftbuznymi obory ursé
inteligence.

Posledni epizodou tohoto obdobi byla kampaedend Marvinem
Minskym a Seymourem Papertem, fkteyuzili swij vliv na to, aby XOR problém
zdiskreditovali vyzkum neuronovych siti nachazegeiv krizi, ve snaze
pienést finatini zdroje z této oblasti na jiny vyzkum v oblastndle
inteligence. V té dob koloval rukopis jejich vyzkumné zpravy, ktera
napomahala tomuto za&nmu. Uvedeny rukopis byl v upravené fafm
publikovan roce 1969 pod nazverRerceptrons V této knize Minsky a
Papert vyuZili pro svou argumentaci znamého tmilé faktu, Zze jeden
perceptron neilize paitat jednoduchou logickou funkci, tzv. vylvaci
disjunkci (XOR). Tento problém lIze sicefegit vytvdenim dvouvrstvé
sitt se temi neurony, ale pro vicevrstvy perceptron nebyétw dok
znam uici algoritmus. Autéi z toho nespravh vyvodili, Ze takovy
algoritmus vzhledem ke komplikovanosti funkce, &tervicevrstva si
pacitd, snad ani neni mozny. Jejich tvrzeni bylo véeab piijato a
povazovano za matematicky dokdzané. Kamidinského a Paperta byla
uspsna, vyzkum neuronovych siti nebyl jiz déle dotogameurovypdty



80. léta 20. stol.

byly povaZzovany za neperspektivni. V dalSim obdothiroku 1967 do
1982 probihal vyzkum neuronovych siti ojediéna izolovasg, prevazre
mimo Uzemi Spojenych statkde kniha Perceptron$ méla velky vliv.
VétSina praci byla publikovana nagod hlavékou adaptivni zpracovani
signéhi, rozpoznavani obraéic a biologické modelovani. AvSak jiz
v pacatcich tohoto tichého obdobi se neurowtgo zaiali zabyvat
talentovani badatelé, mezi nimi byli ffapShun Ichi Amari, James
Anderson, Kunihiko Fukushima, Stephen GrossbergryHélopf, Teuvo
Kohonen a David Willshaw. Titoedci prispeli svymi objevy k renesanci
neuronovych siti.

Patatkem 80. let se badatelé v oblasti neuroffpmsnelili a zacali
podavat vlastni grantové projekty z&®né na vyvoj neurog@tatt a
jejich aplikace. Zasluhou programového manazeraSkarnicka z&ala
vroce 1983 americkd grantovad agentura DARPA (DefeAdvanced
Research Projects Agency) firka® podporovat vyzkum neuronovych siti
a jejiho gikladu v kratké dob nasledovaly i jiné organizace podporujici
zékladni i aplikovany vyzkum. DalSi zasluhu na samei oboru
neuronovych siti M swtové uznavany fyzik John Hopfield, ktery se
v této dolé zabyval neurovypiy. Své vysledky publikoval v roce 1982 a
1984. Ukazal souvislostehterych modal neuronovych siti s fyzikalnimi
modely magnetickych material Svymi zvanymi pednaskami, které &h
po celém s#te, ziskal pro neuronové &istovky kvalifikovanych ¥dai,
matematik a technolod. V roce 1986 publikovali své vysledky badatelé
z tzv. PDP skupiny(Parallel Distributed Processing Group). Ve svych
pracich popsali tici algoritmus zgtného Sieni chyby (backpropagation)
pro vicevrstvou neuronovout'si vyresili tak problém, ktery se Minskému
a Pappertovi v 60. letech jevil jako rtekonatelna fekazka pro vyuziti a
dalsi rozvoj neuronovych siti. Tento algoritmus jdoposud
nejpouzivanjsi wici metodou neuronovych siti a jeho publikovanim
doséahl zajem o neuronovéésiivého vrcholu. V roce 1987 se v San Diegu
konala prvni ¥tSi konference specializovana na neuronové @GEEE
International Conference on Neural Networks), narétbyla zaloZena
mezinarodni spot@most pro vyzkum neuronovych siti INNS (Internaéibn
Neural Network Society). O rok pogdINNS zatala vydavat skj ¢asopis
Neural Networks V nasledujicich letech vznikly dalSi specializoga
casopisy: Neural Computing (1989), IEEE Transactions on Neural
Networks(1990) a mnoho jinych (n&pv Praze vychazi od roku 1991
mezinarodni casopis Neural Network World Od roku 1987 mnoho
renovovanych univerzit zalozilo nové vyzkumné Ugtaabyvajici se
neuronovymi sémi a vyhlasilo vyukové programy z&bené na
neurovypa@ty. Tento trend pokraije dodnes.

1.2 Biologicky neuron

Nervova soustavatlovéka je velmi slozity systém, ktery je stéle
piredmétem zkoumani. Uvedené velmi zjednoduSené neurdbgické
principy nam vSak v dostatee mfe st&i k formulaci matematického



modelu neuronové sit Zakladnim stavebnim futikim prvkem nervoveé
soustavy je nervova HBka, neuron. Neurony jsou samostatné
specializované hiky, uréené k penosu, zpracovani a uchovani informaci,
které jsou nutné pro realizaci Zivotnich funkci avgmu. Struktura
neuronu je schématicky znazeéna na obrazku 1.

axon

télo bunky

N

dendrity
T

Obrazek 1: Biologicky neuron.

Neuron je pizpusoben pro fenos signdl tak, ze kromy vlastniho &a  biologicky neuron
(somatu), ma i vstupni a vystupnfeposové kanaly: dendrity a axon.
Z axonu odbduje rada \tvi (terminaf)), zakorgenych blanou, ktera se
pievazri stykd s vybzky (trny), dendrit jinych neuro. K prenosu
informace pak slouzi unikatni mezineuronové rozhragnapse. Mira
synaptické propustnosti je nositelem vSech vymgieh informaci Bhem
celého Zivota organismu. Z futikiho hlediska Ize synapse ré#itl na
excitaini, které umot#uji rozSteni vzruchu v nervové soustawa na
inhibi¢ni, které zfsobuji jeho Gtlum. Pa#éiova stopa v nervové soustav
vznika pravdpodobré zakdédovanim synaptickych vazeb na Eeastezi
receptorem ddlem organu) a efektorem (vykonnym organem)esi
informace je umoZmo tim, Ze soma i axon jsou obaleny membranou,
ktera ma schopnost za jistych okolnosti generoe&trecké impulsy. Tyto
impulsy jsou z axonuipnaSeny na dendrity jinych neutogynaptickymi
branami, které svou propustnosticujf intenzitu podrazehi dalSich
neurorii. Takto podrazéhé neurony P dosazeni wité hrantni meze,
tzv. prahu, samy generuji impuls a z&ji$ tak Sfeni gislusné informace.
Po kazdém pichodu signalu se synapticka propustnostim coz je
predpokladem pa#tové schopnosti neurén Také propojeni neurdn
proclava ehem Zivota organismu 8yvyvoj: v pribéhu weni se vytvé
noveé panmitové stopy neboipzapominani se synaptické spofenoisuji.



1.3 Formalni neuron

V dalSich kapitolach budeme pouzivat nasledujicihenageni:

formalni neuron

X, Y]

X
AWij
a

Stav neurofi X;, Y;, tj.pro vstupni neuronyX; je Xx;
vstupni signal;pro ostatni neurony je y; = f(y_in).
Vaha gfitazena spojeni z neuror¥X] do neuronuy;.
Bias neuronuy;.

Vnitini potencial neuron;:

Vahova maticeW = {wj}.

Vektor vah: w; = (W, Wy, .., Wy
Je toj.sloupec vahové matice.

Norma nebo velikost vektopu

Prah pro aktivéni funkci neuronty;.
Tréninkovy vstupni vektos = (S, &, ..., $)-
Tréninkovy vystupni vektot: = (ty, to, ..., t).
Vstupni vektorx = (X1, X, ..., %)-

Zmeéna vahyw;: A wy = [wij(new) - w(old)].
Koeficient weni.

Zakladem matematického modelu neuronov&jsiformalni neuron Jeho
struktura je schematicky zobrazena [1] na obrazkBa2malni neuroryY
(dale jen neuron) ma obecn realnychvstupi, které modeluji dendrity a

uréuji vstupni vektorx = ( xq, ...

% ). Tyto vstupy jsou ohodnoceny

realnymi synaptickymivahami tvoricimi vektorw = ( wy, ... , W ). Ve
shod s neurofyziologickou motivaci mohou byt synaptické@hy i
zapornégimz se vyjaduje jejich inhibéni charakter.

D
O—>

Ol

n

Obrazek 2: Formalni neuron s biasem.
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Vazend suma vstupnich hodngt in piedstavuje vnitni potencial
neuronuy:

y_in= Zn:vvi X; .
i=1

Biasmuze byt do vztahudtereén piidanim komponent = 1 k vektorux,
tji. x = (1,%1, %, ..., %). Bias je dale zpracovavan jako jakakoliv jina a&dh
tj. Wo = b. Vstup do neuronl¥ je pak dan nasledujicim vztahem:

n n n
y_in =Z\Nixi =Wo +Z\Nixi =b+ZWiXi
i=0 i=1 i=1

Hodnota vnitniho potencialuy _in po dosaZeni hodnotyindukujevystup
(stav) y neuronuY, ktery modeluje elektricky impuls axonu. Nelindarn
narist vystupni hodnoty=f(y_in) pti dosazeni hodnoty potencidhuje
dan aktivacni (prenosovoy funkci f NejjednodussSim typemignosove
funkce jeostra nelinearitakterd ma pro neurovitvar:

f( ) )_ 1 pokud y_in=0
Y- 70 pokud y_in <0

Pokud misto vdhového biasu, pracujeme s fixnimegre#i pro aktiv&ni
funkci, pak ma penosové funkcestra nelinearitgoro neurony tvar:

. \_ |1 pokud y_in =6 o
f(y_ln )_{O ookud y_in <&’ kde y_|n—iZ:l:vvixi.

K lepSimu pochopeni funkce jednoho neuronu namugengeometricki
predstava n&tnuta na obrazku 3. Vstupy neuronu chapeme jako
souadnice bodu w - roznerném Euklidovskénvstupnim prostoru [E
V tomto prostoru ma rovnice nadroviny B piimka, v E; rovina) tvar:

w, + Zwi x, = 0. Tato nadrovina&i vstupni prostor na dva poloprostory.
=
Souadnice bod [xi',....%" ], které lezi v jednom poloprostoru, $pji

n

nasledujici nerovnostw0+2vvi>§+ >0. Body [%,....%» ] z druhého
i=1

poloprostoru pak vyhovuji relaci s apgm rel&nim znaménkem:

W, + > WX <O0. Synaptické vahyw = ( Wp,..., W ) chapeme jako
i=1

koeficienty této nadroviny. Neurovi tedy klasifikuje, ve kterém z obou

poloprostoé uréenych nadrovinou leZi bod, jehoZ #adnice jsou na

vstupu, tj. realizujedichotomii vstupniho prostoru. Neurow je aktivni,

je-li jeho staw = 1 apasivnj pokud je jeho stay = 0.

11



logické neurony
McCullocha a Pittse

Obrazek 3: Geometricka interpretace funkce neuronu.

V publikaci Warrena McCullocha a Waltera Pittsa [8] logical calculus
of the ideas immanent to nervous activityr. 1943 bylo poprvé uvedeno,
Ze neuronové sgitjsou mocnym modelovym prdstlkem, nap, Ze sit
sloZzené z logickych neuréiqmohou simulovat Boolovské funkce.

Logické neurony jsowypoctove jednotky s binarnimi stavy 1 a 0. Vstupy
do logického neuronu jsou dvojiho typexcita’ni vstupy (popsané
binarnimi promdnnymi Xy, Xz, ..., %) ainhibicni vstupy(popsané binarnimi
promEnNnymi Xp+1, Xp+2, ..., Xn). EXcita&ni aktivity vstupuji do neuronu
spoji, které jsou ohodnocené jednotkovym vahovymfikentem (v = 1),
zatimco inhibini aktivity vstupuji do neuronu spoji se z&pornym
jednotkovym vahovym koeficientenw(= -1). Potom aktivitu logického
neuronu niZzeme vyijadit takto:

y= f(y_in)={

kde b je vahovy bias. Jednoducha implementace eleméaltarn
Boolovskych funkci disjunkce, konjunkce a implikacE; je nasledujici:.

1 pokud y_in =0 L :
0 pokud y_in <0’ kde y_in _;Xi i;l)(i b

Yor = (X +%, =1

Yano = f(X1+X2 -2

Yier = F(=X% + X%, =0)
Funkeni hodnoty jsou uvedeny v nasledujici tabulce:

X1 | X2| Yor(X1,%2) | xaOXz| Yann(Xw.X2) | X1O0% | YimpL(X1:X2) | X1=> X2
110| 0 f(-1) 0 f(-2) 0 f(0) 1
2101 f(0) 1 f(-1) 0 f(1) 1
31 1|0 f(0) 1 f(-1) 0 f(-1) 0
41 1| 1 f(1) 1 f(2) 1 f(0) 1

12



Logické neurony jsou schopné korekthlasifikovat pouze lineagn

separovatelné Boolovske funkce. Toto podstatné eniezogickych neuron vysSsiheadu
neurori miZze byt odstragné pomocilogickych neurofi vysSichradi,

které jsou schopny simulovat i mnoziny objekijez nejsou lineain

separovatelné. Jejich aktivita jeéana nasledowvn

y=f wa + W XX+

i)
Pokud je vnitni potencial neuronu &eny pouze jako linearni kombinace
vstupnich aktivit (tj. pouze prvni sumou), potomagicky neuron nazyva
"logicky neuron prvnihoradud’. Pokud vSak tento potencial neuronu
obsahuje i kvadratické papi dalSi ¢leny, potom se nazyvalogicky
neuron vysSih@adu'. Jako ilustrani piiklad uvedeme funkcKOR ktera
neni lineary separovatelna, jejiz implementacEyje nasledujici:

Yxor = f (X1 +X, = 2% X, _1)

X1 | X2 |Yxor(X,X)|  Xan Xo
110 0] 1D 0
210 1] %0) 1
3[1] 0| f0) 1
A1 1] D 0

VN s

NejdilezitéjSi probrané pojmy:

- stav neuronu,

- bias neuronu, 2
- vnitini potencial neuronu, s

- synaptické vahy,

- aktivani(prenosova) funkce,

- logické neurony McCullocha a Pittse

- neurony vysSiheadu.

Ukoly a otazky k textu:

Vytvoite geometrickou interpretaci funkce jednoho neurone
2 - roznérném Euklidovském prostoru. Vstupy neuronu jsouiadnice
bodu VE,.
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2 HEBBOVO UCENI

Cil:
Po prostudovani této kapitoly se seznamite:

- s principy Hebbovadeni;
- s Hebbovym adaptaim pravidlem.

Drive neZz se pustite do studia této kapitolykladne se seznamte
s problematikou formalniho neuronu a s pouzivanymacenim
(viz kapitola ,Uvod do problematiky neuronovych*$it

Hebbovo deni je zaloZzeno na myslence, Ze vahové hodnotypogers
mezi d¥ma neurony, které jsou s&asreé ve stavu pn‘, budou naiistat a
naopak, tj. vdhové hodnoty na spojeni mezingdw neurony, které jsou
souwasre ve stavu pff, se budou zmenSovat. &ma synaptické vahy
spoje mezi déma neurony je ana jejich souhlasné akti¥ittj. sowinu
jejich stawi. Donald Hebb timto Zsobem vys#tloval vznik
podmirgénych reflexi. Uvazujme jednovrstvou neuronovou’,sve které
jsou vSechny vstupni neurony propojeny s jedinyrstyyni neuronenY
(viz. obr. 2), ale ne jiz navzajem mezi sebou. Riosou sloZzku vstupniho
vektorux = ( X, ... % ) reprezentovany v bipolarni fosnlze slozky
piislusného vahového vektow= (ws, ... , w ) aktualizovat nasledo¥n

wi(new) = w(old) + xy,

kdey je vystup z neuronl.

Hebbovo adapt&ni pravidlo [2]

Krok 0. Inicializace vSech vah:
wi=0 (i=1lazn)
Krok 1. Pro kazdy vzor - tréninkovy par, tj. vstupni vektgra
piislusny vystupt, opakovat nasledujici kroky (2 az 4).
Krok 2. Aktivovat vstupni neurony:
xi=s (i=21azn).
Krok 3. Aktivovat vystupni neuron:
y=t.
Krok 4. Aktualizovat vahy podle

wi(new) = w(old) + xy (i=21azn).
Aktualizovat biasy podle
b(new) = b(old) + .

14



Bias Ize zapsat také jako vahovou hodnofifgzenou vystupu z neuronu,
jehoz aktivace ma vzdy hodnotu 1. Aktualizace vdikbvhodnot mze byt
také vyjadena ve vektorové forénako

w(new) =w(old) + xy.
Vahovy girastek Ize zapsat ve tvaru
Aw = xy

a potom

w(new) =w(old) + Aw.

VySe uvedeny algoritmus je pouze jednim z mnohisalpu implementace
Hebbova pravidla ¢eni. Tento algoritmus vyZaduje jen jedenigirod
tréninkovou mnozinou. Existuji vSak i jiné ekvivalei metody nalezeni
vhodnych vahovych hodnot, které jsou popsany dale.

Priklad:

Hebbovovo pravidlo &eni pro logickou funkci ,AND" v bipolarni
reprezentaci fizeme zapsat nasledavn

taslvsTup| POZADOVANY  |PRIRUSTKY | VAHOVE
VYSTUP VAH HODNOTY
XX t Awi Awp, Ab| Wa W, b
0 0 0 O
111 1 1 1 1 1 1 1 1
211 -1 -1 -1 1 4 o0 2 0
3/-1 1 -1 1 -1 -1 1 1 1
41-1 -1 -1 1 1 -1 2 2 -2

Graficky postupesSeni je uveden na obrazku 4.
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X2

X1
rovnice gimky: X, =-x; -1
1. tréninkovy vzor
X2
- +
X1

rovnice gmky: x, = 0.
2. tréninkovy vzor

X2

D

| N

rovnice gimky: X =-x; + 1
3. a 4. tréninkovy vzor

Obrazek 4: Hebbovovo pravidloceni pro logickou funkci ,AND*
v bipolarni reprezentaci.
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e e

- Hebbovo geni,
- tréninkovy vzor,
- vahovy girustek.

Ukoly a otazky k textu:

Realizujte Hebbovo pravidlocani pro logickou funkci ,OR" v bipolarni
reprezentaci.

17




3 NEURONOVA SIT

Cil:

Po prostudovani této kapitoly budete seznameni:
- jakym zpisobem jsou neurony v uié neuronové siti propojeny;
- jak probih& §eni a zpracovani informace v @ié neuronove siti;
- s organizani, aktivni a adaptivni dynamikou @té neuronové sit

Tato kapitola je Gvodni kapitolou zabyvajici selpematikou vzajemného
propojeni neuroi, tj. architekturou neuronoveé gitDale si zde ozjmime
i zpisob, jakym probih& Zni a zpracovani informace v neuronoveé siti.

VSechny zde uvedené pojmy dopujiupeclivé nastudovat, protoze je
budeme dale velndasto pouZivat.

Kazda neuronovatsje sloZzena z formalnich neurgrkteré jsou vzajemnin
propojeny tak, Ze vystup jednoho neuronu je vstuplenfobecs i vice)
neurorfi. Obdobr jsou terminaly axonu biologického neurondep
synaptické vazby spojeny s dendrity jinych neuroRaiet neurof a
jejich vzajemné propojeni v siti duje architekturu(topologi) neuronove
sitt. Z hlediska vyuziti rozliSujeme v sitistupnj pracovni (skryté,
mezilehlé, vnini) avystupni neuronySieni a zpracovani informace v siti
je umozrno zneEnou staw neuror leZicich na ce&tmezi vstupnimi a
vystupnimi neuronyStavyvSech neurainv siti u€uji stav neuronové git
asynaptické vahySech spdj piredstavujkonfiguraci neuronové git

Neuronova si se vcéase vyviji, néni se stav neurdn adaptuji se vahy.
V souvislosti se zinou €chto charakteristik Wase je Gelné rozdlit
celkovou dynamiku neuronoveé &itlo i dynamik a uvaZovat pakit
rezimy prace sét organizani (zména topologie)aktivni (zména stavu) a
adaptivni (zmena konfigurace). Uvedené dynamiky neuronové fou
obvykle zadany p@ate&nim stavem a matematickou rovnici, resp.
pravidlem, které wuje vyvoj gisluSné charakteristiky sit(topologie,
stav, konfigurace) wase. Zminy, které sefidi tmito zakonitostmi
probihaji v odpovidajicich rezimech prace neurorsité

Konkretizaci jednotlivych dynamik pak obdrzimeizmé modely
neuronovych siti vhodné preSeni @iznych tid uloh.

3.1 Organiza¢ni dynamika

Organiz&ni dynamika specifikuje architekturu neuronovée sit jeji
piipadnou zminu. Zmena topologie se &sSinou uplatuje Vv ramci
adaptivniho rezimu tak, Zetsje v pripad potreby roz&ena o dalSi
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neurony a fslusné spoje. AvSak organéza dynamika pevazi
piredpoklada pevnou architekturu neuronové &jt takovou architekturu,
kterd se jiz wase nemni). RozliSujeme dva typy architekturgyklick&
(rekurentnj aacyklicka(dopedng sit.

V pripact cyklické topologie existuje v siti skupina neutgnktera je
spojena v kruhu (tzwcyklug. To znamena, Ze v této skupineurori je
vystup prvniho neuronu vstupem druhého neuronwZjelystup je oft
vstupem itetiho neuronu atd., az vystup posledniho neuraiétovskupir

je vstupem prvniho neuronu. NejjednodusSsiitkladem cyklu jezpetna
vazbaneuronu, jehoz vystup je zaravéeho vstupem. Nejvice cyklje

v uplné topologiicyklické neuronové sit kde vystup libovolného neuronu
je vstupem kazdého neuronuiikbad obecné cyklické neuronovéésije
uveden na obrazku 5, kde jsou vy&ery vSechny mozné cykly.

cyklicka architektura
neuronove sét

\

Obrézek 5: Piklad cyklické architektury.

V acyklickych sitich naopak cyklus neexistuje a vSechny cestowe klicka architekt
jednim snérem. Riklad acyklické sit je na obrazku 6, kde je vyzfena 2;&&?&2;' exiura
nejdelSi cesta.

/

Obrazek 6: Piklad acyklické architektury.
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vicevrstva
neuronova si

U acyklické neuronové sitlze neurony vzdy (disjunk# rozctlit do
vrstey které jsou uspadany (nap nad sebou) tak, Ze spoje mezi neurony
vedou jen z niZSich vrstev do vrstev vysSich (obeSak mohou feskait
jednu nebo i vice vrstev). Specialniniipadem takové architektury je
vicevrstvd neuronova &i V této siti je prvni (dolni), tzwstupnivrstva
tvoiena vstupnimi neurony a posledni (hornBy. vystupnivrstva je
sloZzena z vystupnich neurtonOstatni, tzv.skryté (mezilehlé, vniini)
vrstvy jsou sloZzeny ze skrytychinit'nich) neuror. V topologii vicevrstvé
sit jsou neurony jedné vrstvy spojeny se vSemi neutoegprostedrs
nasledujici vrstvy. Proto architekturu takoveée slite zadat jen pay
neurori Vv jednotlivych vrstvach (oddenych pomtkou), v pdadi od
vstupni k vystupni vrstv Také cesta v takové siti vede&eam od vstupni
vrstvy k vystupni, ficemz obsahuje po jednom neuronu z kazdé vrstvy.
Priklad architekturyifivrstvé neuronové it3-4-3-2 s jednou vyzranou
cestou je na obrazku 7, kde krdmstupni a vystupni vrstvy jsou i &v

skryté vrstvy.

Q vystupni vrstva

skryté vrstvy

/ vstupni vrstva

Obrazek 7: Piklad architektury vicevrstvé neuronove sg-4-3-2.

3.2 Aktivni dynamika

Aktivni dynamika specifikujepocatecni stav sié a zpisob jeho zrany

v ¢ase pi pevné topologii a konfiguraci. V aktivnim rezinse na z&tku
nastavi stavy vstupnich neufona tzv.vstup si¢ a zbylé neurony jsou

v uvedeném patesnim stavu. VSechny mozné vstupy, resp. stawy sit
tvori vstupni prostarresp.stavovy prostgrneuronoveé sét Po inicializaci
stavu si&é probiha vlastni vypset. Obect se gedpoklada spojity vyvoj
stavu neuronové sitv case a hovih se ospojitém modelukdy stav sit je
spojitou funkci ¢asu, ktera je obvykle v aktivni dynamice zadana
diferencialni rovnici. ¥tSinou se vSak fiedpoklada diskrétntéas, tj. na
pocatku se sf nachazi wase 0 a stav gitse n¢ni jen véase 1, 2, 3, . . ..
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V kazdém takovéasové kroku je podle daného pravidla aktivni dynamiky
vybran jeden neuron (tzvsekvedni vypaet) nebo vice neurdn
(tzv. paralelni vypa@et), kteréaktualizuji(meni) swij stav na zaklatisvych
vstupi, tj. stavi sousednich neuré@n jejichZz vystupy jsou vstupy
aktualizovanych neurdn Podle toho, zda neurony émi swij stav
nezavisle na s@bnebo je jejich aktualizacdzena centraky rozliSujeme
synchronni a asynchronnimodely neuronovych siti. Stav vystupnich
neuror, ktery se obeacnh méni vcase, jevystupem neuronove st

(tj. vysledkem vypétu). Obvykle se vSak uvaZuje takova aktivni
dynamika, ze vystup sife po rtjakémcase konstantni a neuronova tsik

v aktivnim rezimu realizuje &akou funkci na vstupnim prostoru, tj. ke
kazdému vstupu sitvypcCitd pra¥ jeden vystup. Tato tzvfunkce
neuronoveé sét je dana aktivni dynamikou, jejiz rovnice parametricky
zavisi na topologii a konfiguraci, které se v aktivnim rezimu, jak jiz bylo
uvedeno, nekni. Je ejme, Ze v aktivnim rezimu se neuronovd si
vyuZziva k vlastnim vyp&am.

Aktivni dynamika neuronové sitaké utuje funkci jednoho neuronu, jejiz
predpis (matematicky vzorec) j&tginou pro vSechny (nevstupni) neurony
v siti stejny (tzv. homogenni neuronova $). MuZzeme se setkat
s nasledujicimsigmoidnimi aktivenimi funkcemi

1 pokud x=0

f(x)= ostra nelinearita
0 pokud x<0

1 x=1
f(x)={x 0< x<1 saturovana linearni funkce
0 x<0

f(x)=

T+ o" standardni (logistickd) sigmoida

_1-e™”
S l+e”

f(x)

hyperbolicky tangens

Grafy tchto funkci jsou zndzoény na obrdzku 8. Podle toho, zda je
funkce neuronu diskrétni nebo spojitéa rozliSujeme diskrétni a analogové
modely neuronovych siti.
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f(x)
']

ostra nelinearita
O N/ ;
f(x) A
1
saturovana linearni
funkce
0 ‘
f(x) A
1
/ standardni logisticka
/ funkce
0 g
f(X) A
. hyperbolicky tangents
0 X
1

Obrazek 8: Grafy sigmoidnich akté&mich funkci.
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3.3 Adaptivni dynamika

Adaptivni dynamika neuronové &ispecifikujepocaterni konfiguracisit

a zpmsob, jakym se ®¥ni vdhové hodnoty na spojenich mezi jednotlivymi
neurony wase. VSechny mozné konfigurace¢sivori vahovy prostor
neuronové s V adaptivnim rezimu se tedy nacatku nastavi vahy
vSech spdj v siti na péateini konfiguraci (nap nahods). Po inicializaci
konfigurace sit probiha vlastni adaptace. Podébijako v aktivni
dynamice se obeé&n uvazuje spojity model se spojitym vyvojem
konfigurace neuronové 8itv case, kdy vahy sitjsou (spojitou) funkci
¢asu, ktera je obvykle v adaptivni dynamice zadafexahcialni rovnici.
VétSinou se vSakipdpoklada diskrétnias adaptace. Vime, Ze funkce sit
v aktivnim rezimu zavisi na konfiguraci. Cilem atdage je nalézt takovou
konfiguraci si¢ ve vahovém prostoru, ktera by v aktivnim rezimu
realizovala pedepsanou funkci. Jestlize aktivni rezimé s§& vyuZiva

k vlastnimu vypétu funkce si pro dany vstup, pak adaptivni rezim slouZzi
k uceni(,programovani*) této funkce.

PoZzadovana funkce &ite obvykle zadana tzwréninkovou mnoZinou
(posloupnos)i dvojic vstup/vystup st (tzv. tréninkovy vzor. Zpasobu
adaptace, kdy poZadované chovani sibdeluje ditel, ktery pro vzorove
vstupy si¢ informuje adaptivni mechanismus o sprdvném vysgifgy se
nazyva uceni s ditelem (supervised learning). dkdy witel hodnoti
kvalitu momentalni skuteé odpo¥di (vystupu) si& pro dany vzorovy
vstup pomoci znamky, ktera je zadana misto pozZadokadnoty vystupu
sitt (tzv. klasifikované deni. Jinym typem adaptace je tzv.
samoorganizaceV tomto gipact tréninkova mnozina obsahuje jen vstupy
sitt. To modeluje situaci, kdy neni k dispozidiitel, proto se tomuto
zpasobu adaptace tak#ka uceni bez ditele. Neuronova s$iv adaptivnim
rezimu sama organizuje tréninkové vzory (hago shluk) a odhaluje
jejich souborné vlastnosti.

NejdilezitéjSi probrané pojmy:

- architektura (topologie) neuronoveéssit
- organiz&ni dynamika neuronové &jt

- aktivni dynamika neuronove &;t

- adaptivni dynamika neuronovéssit

- homogenni neuronovat'si

- uceni s ditelem,

- samoorganizace.

Ukoly a otazky k textu:
Zopakujte si vSechny zakladni pojmy této kapitoly.
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4 JEDNODUCHE MODELY NEURONOVYCH SITi

Cil:
Po prostudovani této kapitoly se seznamite:
- sjednoduchymi modely uwtych neuronovych siti (percepton,

Adaline a Madaline);
- s problematikodPattern Recognition

Pri popisu algoritnd adaptace budeme pouzivat Zewai, které je uvedeno
v kapitole ,Uvod do problematiky neuronovych siti*.

Perceptron je nejjednodussi neuronovAssiednim pracovnim neuronem
a na jeho adaptnim algoritmu si vysilime proces ¢eni s ditelem.
Adapta’ni algoritmus neuronu Adaline bude srovnan s adaypta
algoritmem percetronu. V z&w pak budou uvedeny moznosti klasifikace
ruznych tyg neuronovych siti (tj. 1-vrstvé, 2-vrstvé a 3-w@sinveuronove
site).

4.1 Perceptron

Autorem této nejjednodussi neuronové @t Frank Rosenblatt (r. 1957).
Za typicky perceptron je povaZzovana jednoduchaorawa s sn vstupy

(X1, X, ..., %) @ jednim pracovnim neuronem spojenym se vSemi isvym
vstupy. Kazdému takovému spojeni jergzena vahova hodnotav,( W,

..., W). Signél genéaSeny vstupnimi neurony jedbinarni (tj. ma hodnotu

0 nebo 1), nebo bipolarni (. ma hodnotu -1, 0 ondh. Vystupem

z perceptronu je pak= f (y_in). Aktivacni funkcef mé tvar:

1 pokudy in>6@
f(y_in)=10 pokud-6<y in<é,
-1 pokudy inck-4

kde @ je libovolny, ale pevny prah aktitai funkcef.

Vahové hodnoty jsou adaptovany podle adapteo pravidla perceptronu
tak, aby diference mezi skdteym a poZzadovanym vystupem byla co
nejmensi. Adaptai pravidlo perceptronu je mnohem gjBi nez
Hebbovo adaptmi pravidlo.

Adaptaéni algoritmus perceptronu [2]

Krok 0. Inicializace vahw; (i = 1 azn) a biasub malymi
nahodnymtisly.
Pritazeni inicializ&ni hodnoty koeficientudenia (0 <a <
1).

Krok 1. Dokud neni spléna podminka ukaieni vyp@tu, opakovat
kroky (2 az 6).
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Krok 2. Pro kazdy tréninkovy p&:t (tj. vstupni
vektors a gislusny vystup)t provadt kroky
(3azh).

Krok 3. Aktivuj vstupni neurony:
Xi = §.

Krok 4 Vypocitej skuténou hodnotu
na vystupu:

y_in=b+2 xw;.

1 pokudy in>@
y=40 pokud-8< vy i@
-1 pokudy inc-6

Krok 5 Aktualizuj vdhové hodnoty a

bias pro dany vzor
jestlize y #t,

wi(new) = w(old) + at %
(i=1azn).

b(new) = b(old) +a't.
jinak

wi(new) = w(old)

b(new) = b(old)

Krok 6. Podminka ukogeni:
jestlize ve2. krokujiz nenastava zadna
zmeéna vahovych hodnot, stop; jinak,
pokratovat.

Aktualizaci podléhaji pouze ty vahové hodnoty, &teneprodukuji
poZzadovany vystuy. To znamena, Z&im vice tréninkovych vzdr ma
korektni vystupy, tim men je poteba casu K jejich tréninku. Prah
aktivatni funkce je pevna nezdpornd hodnétaTvar aktiv&ni funkce
pracovniho neuronu je takovy, Ze umoje vznik pasu pevné &y
(uréené hodnotouéd ) odcElujiciho oblast pozitivni odezvy od oblasti
negativni odezvy na vstupni signaieBchazejici analyza o zanitelnosti
prahu a biasu zde nema uplati) protoZze zréna d méni Siku oblasti, ne
vSak jeji umisini. Misto jedné separujicitipmky tedy mame pas &eny
dvéma rovnolznymi pfimkami:

1. Pfimka separujici oblast pozitivni odezvy od oblastové odezvy na
vstupni signdl; tato hraimi piimka ma tvar:
Wi X +WoXo+b>6

2. Ptimka separuijici oblast nulové odezvy od oblastatiegi odezvy na
vstupni signal;. tato hraimi primka ma tvar:
Wi Xg+WoXo+b<-6

25



Priklad 1:
Adaptani algoritmus perceptronu pro logickou funkci ,AND": binarni

bY"4

AR

vstupni hodnoty, bipolarni vystupni hodnoty. Pro jednoduchost
predpokladejme, Z6=0,2 a a=1.
X1 X |yin 'y t |Aw; Aw, Ab|wi w, b

0 0 0 0

1 1 1 0 1 1 1 1 1

2 1 0 -1 -1 -1 0 1 0

3 0 1 1 1 -1 -1 -1 O 0o -1

4 0 o| -1 -1 -1 0 0 0 0 -1

37| 1 1 1 1 1 0 0 0 2 3 4

38| 1 o -2 -1 -1, O 0 0 2 3 4

39| 0 1, -1 -1 -1 O 0 0 2 3 4

40| O o 4 -1 -1, O 0 0 2 3 4
Obrazek 9: Hranéni pas pro logickou funkci ,AND“ po adaptaci

algoritmem perceptronu.

Oblast kladné odezyg dana body, pro které pla#x + 3% -4 >0,2

a hrani¢ni piimka této oblasti ma tvarc — _2 +- .
2 Xl '

Oblast zaporné odezvy je dana body, pro které plati+2x, -4 <-0,2.
19
+

A . o 2
a hranéni pfimka této oblasti ma tvax, = ——x; I

3
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Priklad 2:
Adaptani algoritmus perceptronu pro logickou funkci ,AND": bipoarni
vstupni i vystupni hodnoty. Pro jednoduchasdpokladejme, Z€=0 a

a=1

bY"4

AR

X1 X |yin y t |Aw; Aw, Ab | w; w, b
0 0 0 0
1 1 1 1 1 1 1 1
2 -1 -1 -1 1 -1 0 2 0
3 -1 1 2 1 -1 1 -1 -1 1 1 -1
4 -1 -1 -3 -1 -1 0 0 0 1 1 -]
5 1 1 1 1 1 0 0 0 1 1 -1
6 -1 -1 -1 -1 0 0 0 1 1 -1
7 -1 1 -1 -1 -1 0 0 0 1 1 -1
8 -1 -1 -3 -1 -1 0 0 0 1 1 -1

Tento giklad demonstruje, Zefpchod od binarni k bipolarni reprezentaci
muze napad& zrychlit vypaetieSené ulohy.

4.2 Adaline

Adaline, tj. Adaptive Linear NeuranPro své vstupy obvykle pouZziva
bipolarni aktivaci (1 nebo -1), vystupni hodnota je casgji také
bipolarni. Adaline ma rowZ bias chovaijici se jako regulovatelna vaha
(wo) pritazena spojeni, které vychazi z neuronu, jehoz aktivace je vzdy 1

Adaptaéni algoritmus pro Adaline [2]:

Krok 0. Inicializace vah malymi nahodnymi hodnotami.
Prifazeni inicializani hodnoty koeficientudeni a
(viz poznamky za algoritmem).

Krok 1. Dokud neni spléna podminka ukafeni vyp@tu, opakovat

kroky (2 azZ 6).
Krok 2. Pro kazdy bipolarni tréninkovy patt (tj.
vstupni vektors a gislusny vystup)t
provadit kroky (3 az 5).

Krok 3. Aktivovat vstupni neurony:
X = Si.
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Krok 4  Vypocitat skuténou hodnotu na
vystupu:

y_in:b+Z>gvy;.

y=y_in.
Krok 5 Aktualizovat vahové hodnoty a
i=1,..n:
wi(new) = w(old) + a (t - y_in) x.
b(new) = b(old) +a (t - y_in).

Krok 6. Podminka ukogeni:
jestlize nej¥¢tsSi zmeéna vahovych hodnot,
ktera se vyskytuje v kroku 2 je menSi nez
maximalni povolena chyba, stop; jinak,
pokratovat.

Podle Hecht-Nielsena Ize za jeho horni hfahhodnotu nastaveni vhodné hodnoty
povazovat nej§tsSi vlastnicislo korel&ni maticeR vstupu koeficientu deni
(fadku) vektorw(p),

e

tedy a < jedna polovina nejitsSi hodnoty vlastnihdisla R.

JelikoZ hodnota&R neni Bhem vypd@tu menéna, obvykle se voli or jako
0.1 <na<1.0, kdenje paet vstum. Pokud dosadime za prilis velkou
hodnotu, adaptai algoritmus nebude konvergovat. Pokud dosadime za
prilis malou hodnotu, proceseni bude extrénminpomaly.

Geometricky vyznanfunkce Adaline se nepatnliSi od perceptronu.
Uvazujme vstup=(X, ..., %), tj. bod [xy, ..., %] v n-rozmerném vstupnim
prostoru. Nadrovina s koeficienty pro dany neuron Adaline tena
rovnici

n
Wo+ 2 wWx =0
=1

rozkluje tento prostor na dva poloprostory, ve kterytid hodnota
vystupuy zapsaného rovnici

y=2 WX
i=1
odliSné znaménko (tj. je dukladna, nebo zapornd). Pro body lezici na této

nadrovirg je hodnota vystupu nulova. Vzdalengdiodu[x, ..., %] od této
nadroviny je dana rovnici:
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wo+ 2wy

P= no.2 B nooo
V2 2

Tedy absolutni hodnoth/| vystupu z neuronu Adaline zavisi line&nmma
vzdalenosti bodu od nadroviny ve vstupnim prostoru:

lv|= Zlvvz P,

Body ze vstupniho prostoru, které maji stejny wystlezi na jedneé

n
nadroviré rovnolEzné s nadrovinou w, + ZW, % =0, ktera je od ni ve
i=1
vzdalenostjp ve snéru daném znaménkeyn Uvedena situace je &rdnuta
na obrazku 10, kde nadrovinacena stejnym vystupem je znazéma
prerusovanouarou.

y>0 2

/7
// [X1, %)

p .~.~~// |y|: Zln:lW,zQQ

Obrazek 10: Geometricka interpretace funkce neurbdaline.

4.3 Madaline

Madaline, tj.Many Adaptive Linear NeuronZakladnim prvkem v tomto
modelu je neuron Adaline, ktery je velmi podobnyrgeptronu.
Jednoduch&a architektura neuronovéé siWadaline je zobrazena na
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obradzku 11. Vystupyz{ a 2z ) z obou skrytych neurdntypu Adaline
(Z1a Z), jsou uteny stejnymi signalyxg a xz) vychazejicimi z neuran
X1 a X, které samaejmé zavisi na gislusné prahové funkci. Pak i
skute&ny vystup y je nelinearni funkci vstupniho vektoity, x) a
piislusné prahové funkc®ouziti skrytych neuranzZ; a 7z, sice dava siti
VEtSi vypaitové moznosti, ale naproti tomu komplikuje adaptaroces.

—

1

2

@< > @

Wi bs

W1 \1 \@

7
Vo

o

DLt
1

Obrazek 11: Madaline se éwa skrytymi neurony Adaline a jednim
vystupnim neuronem Adaline

Pavodni adapténi algoritmus MRI (z roku 1960) adaptuje pouze w&ho
hodnoty pisluSejici oBma skrytym neuraim, zatimco vahové hodnoty
prislusejici vystupnimu neuronu jsou fixni. Adamiiaalgoritmus MRII

(z roku 1987) upravuje vSechny vahové hodnoty. rdldeme pracovat
pouze s adaptaim algoritmem MRI: Vahové hodnoty av, a biasbs,
prislusejici vystupnimu neuronq jsou uteny tak, Ze vystupni signélyz

je roven1, pokud je alespo jedna hodnota signalu vychazejiciho ze
skrytych neurofi (tj. Z; a Z, nebo obou z nich) rovna jedné. Pokud jsou
oba signaly vysilané z&;, i Z, rovny -1, ma vystupni signal zY
hodnotu-1. Jinymi slovy, vystupni neuronY provadi logickou funkci
,OR" na signalech vysilanych z neufod; a Z, . MaZzeme tedy piadit

1
Vl—z,
v. =1
2 2’

1
b, ==.
> 2

Vahové hodnoty fisluSejici prvnimu skrytému neuronu Adaling( a
W»1) a vahové hodnotyifslusejici druhému skrytému neuronu Adaline
(w12 a Wyp) jsou adaptovany podle algoritmu MRI takto:

Aktivacni funkce praZ;, Zo aY je dana nasledo¥n

f(x)— 1 pokudx= 0
-1 pokudx< 0.
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Adaptaéni algoritmus MRI [2]:

Krok 0.

Krok 1.

Vahoveé hodnoty; av; a biasbs jsou inicializovany vyse
uvedenym zpsobem.
Inicializace zbyvajicich vah malymi ndhodnymi hotimoi.
Prifazeni inicializani hodnoty koeficientudeni a. stejnym
zpisobem jako v adaptaim algoritmu pro neuron Adaline.
Dokud neni spléna podminka ukafeni vypd@tu, opakovat
kroky (2 az 8).
Krok 2. Pro kazdy bipolarni tréninkovy pért provadt
kroky (3 az 7).
Krok 3. Aktivovat vstupni neurony:
X =S
Krok 4 Vypocitat vstupni hodnoty skrytych
neurori:
Z_in =B+ W+ % Wy,
Z_in, = b, + X W, + X W,
Krok 5 Stanoveni vystupnich hodnot skrytych

neurori:
z, = f(z_in),
z, = f(z_in,).

Krok 6 Stanoveni skutmé vystupni hodnoty
signalu neuronové giMadaline:
y_in=b,+zv+ 2z y;

y=f(y_in).

Krok 7 Aktualizovat vahové hodnoty
Pokud jey =t, nenastavaji Zzadné
zmeny.

Jinak(proy #1):

Je-li t =1, potom pro vdhové hodnoty
na spojenich vedoucichZg (J=1,2)
plati:

wig (new) = w; (old) + a (1 - z_in) X.
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by (new) =y (old) + a (1 - z_in).
Je-li t = -1, potom pro vahoveé hodnoty
na spojenich vedoucichZg (K=1,2)
plati:
Wik (new) = wi (old) + a (-1 - z_ir) X.
bk (new) =k (old) + a (-1 - z_i).
Krok 8. Podminka ukogeni:
pokud jiz nenastavaji zadné &ny vahovych
hodnot nebo pokud jiz bylo vykonano maximaln
definované mnozstvi vahovych #mstop jinak,

pokracovat

Priklad:
Adaptani algoritmus MRI pro logickou funkci ,XOR" (bipotai vstupni i
vystupni hodnoty) je zapsan nasledévn

VSTUP POZADOVANY
X1 Xo VYSTUP
1 1 -1
1 -1 1
-1 1 1
-1 -1 -1
Krok 0. a. =0.5;

Inicializace vahovych hodnot:
vahy vedouci daZ;  vahy vedouci daZ, vahy vedouci doY
Wip W by Wiz Wa b2 Vi Vo bs
0,05 0,2 0,3 0,1 0,2 0,15 0,5 0,5 0,5

Krok 1. Adaptace:
Krok 2. Pro prvni tréninkovy pér; (1,1):-1

Krok 3. %=1,
Xo = 1.

Krok 4 z_in=0,3+0,05+0,2=0,55,
z in=015+0,1+0,2=0,45

Krok 5 z=1,
=1.

Krok 6 y in=0,5+0,5+0,5;
y=1.

Krok 7 t-y=-1-1=-220,

Pokud jet = -1, potom aktualizovat
vahové hodnoty na spojenich
vedoucich KzZ;:
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b,(new) = b, (old)+a(-1-z_in,)
= 03+ (05)(- 155)
=-0475
w,,(new) = w, (old) + a(-1-z_in, )x,
= 005+ (05)(- 155)
=-0,725
w,, (new) = w,, (old) + a(-1-z_in, )x,
=02+(05)(- 155)
=-0575
a aktualizovat vahové hodnoty na
spojenich vedoucich &:
b, (new) = b, (old)+a(-1-z_in,)
= 015+ (05)(- 145)
=-0575
Wi (nEV\) = W12(0|d) + a(_l_ Z_inz)xl
= 01+(05)(- 145)
=-0,625

w,,(new) = w,,(old)+a(-1-z_in,)x,
=02+ (05)(- 145)
=-0525

Poctyiech tréninkovych cyklech, byly nalezeny tyto vahbeénoty:
Wo = 1,27
W = - 1,33

Wi = - 0,73
Wy, =1,53
b; =-0,99

k=-1,09

Geometrickd interpretace nalezenych vahovych hodnot
Oblast kladné odezvy vznikne sjednocenim obou thtesitivni odezvy

skrytych neurofi Z; a 2.

Pro skryty neuro@; ma hranini primka tvar

Wy b

X

W21 W21
073 099
=X t—

153 153
= 048x, + 065.
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Pro skryty neuroZ, ma hranini primka tvar

W, b

221 22
_127, 109
133 133
= 096x, - 082.

Vypocitané oblasti kladné a zaporné odezvy na vstupgimakijsou
znazorgny na nasledujicich obrazcich:

/

&

X1

- +
Obrazek 12: Oblast kladné odezvy pro Z

X2

4l

&

Obrazek 13: Oblast kladné odezvy pro Z
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/ X1

Yy

Obrazek 14: Oblast kladné odezvy pro Madaline pk®@R* funkci.

4.4 Klasifikace vzora

s

Rozpoznavani vzdr (Pattern Recognitionje jednou z nejilezitéjSich
aplikaci teorie neuronovych siti. Obé&ctento proces probiha ve dvou
krocich: nejprve je nutné &it charakteristicky rys objekta potom podle
n¢j objekty klasifikovat. Mame-lin navzgjem ilznych vstugf, mizeme
pouzit jim odpovidajicictm raiznych symbal a vytvdit.z nich mnozinu,
kterou nazyvame charakteristicky vektorfegture vector Tento

n -rozmerny vektor charakterizuje - roznerny charakteristicky prostor
(feature space Podstatou spravného rozpoznavani jéenir vhodného
tvaru tzv. rozliSovaci funkceliscriminant functioh RozliSovaci funkce je
matematicky popsana rovnici nadroviny.céi takovéto hranice nebyva
vétSinou v praxi tak jednoduché. Existuje mnohésghi, jak stanovit jeji
tvar rozliSovaci funkce, n&pmetodou klasifikace s uzitim nejblizSich
soused (nearest neighbour classificatipnlinearni klasifikaci I{near
classifiery, statistickymi technikami Bayesian classificatign apod.
Linearni metody klasifikace jsou nejblizSi aplikaciteorie undlych
neuronovych siti. Jednim ze (®ohi, jeZz umoiuje nalézt rovnici
odcElujici hadroviny jealgoritmus adaptace perceptronu
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Na nasledujicich dvou obrézcich [1] jsou soulirmabrazenyizné tyty
neuronovych siti (tj. neuronoveé &g tiznym pa@tem vnignich vrstev) a
jejich mozZnosti klasifikace.

STRUKTURA  XOR PROBLEM OBTEKANI ~ OBECNE OBLASTI
NEURONOVE SITE OBLASTI

lvrstva (perceptron)

VAN

2 vrstvy (Madaline)

Obréazek 15: Neuronové &# rniznym pétem vnitnich vrstev a jejich
moznosti klasifikace.
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1-vrstva 2-vrstva 3-vrstva
neuronova $i neuronova $i neuronova $i
(perceptron) (Madaline)

llinearni oblas_| ., [konvexni oblast]; [obecné
vstupy

¢ _ 5
O/

. O_>
—0

A4
vstupni pracovni
neurony neurony
(prenaseji
vstupni signal)

Obrazek 16: Mezni oblasti rozpozndvané neuronoitds siznym pétem
vnit/nich vrstev.

NejdilezitéjSi probrané pojmy:

- perceptron,

- adaptani pravidlo perceptronu,
- koeficient &eni,

- préh,

- Adaline,

- Madaline,

- delta pravidlo,

- pattern recognition.

Ukoly a otazky k textu:

1. Srovnejte Hebbovo adagtd@ pravidlo a adaptai pravidlo
perceptronu.

2. Srovnejte adaptai algoritmus neuronu Adaline a perceptronu.

3. Srovnejte geometrickou interpretaci funkce neuroAdaline a
perceptronu.
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Korespondenrtni ukol (vybrany ukol vykonejte):
1. Vytvoite paitacovy program pro realizaci adapidho algoritmu
perceptronu.

2. Vytvoite paitacovy program pro realizaci adaptaho algoritmu
Adaline.

3. Vytvoite paitatovy program pro realizaci adaptaho algoritmu MRI.
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5 BACKPROPAGATION

Cil:
Po prostudovani této kapitoly se seznamite:

- adaptaci vicevrstvé neuronove sit
- s moznymi modifikacemi adagtaiho algoritmu backpropagation.

V této kapitole rozebereme problematiku vhodné votbgologie
vicevrstvé neuronové &itktera by rdla odpovidat slozitostireSeného
problému. Dale se podrobrseznamite s adaptaim algoritmem zfiného
Sireni chyby (backpropagation), jez je pouzivan/blizne 80% vSech
vicevrstvych neuronovych siti). Seznamite se sd@maznymi variantami
adapta’niho pravidla backpropagation, tj. do standardnilaégoritmu
zavedeme parametr momentu a modifikovatelny pararagmosti.
Zavedeme si zde i dalSi zeai, které budeme pouZivat i v néaslednych
kapitolach.

V této kapitole budeme pouzivat nasledujici zrigni:

X Vstupni vektorx = (Xa, ..., X, ..., %)

t Vystupni tréninkovy vektoit = (ty, ..., &, ..., ).

O Céast&né vahové korekce pma prisluejici chyb na
spojenich vedoucich k neuroi ve vystupni vrst.

O; Casteéné vahové korekce prq prisludejici chyb na
spojenich vedoucich k neuroduve skryté vrsty.

a Koeficient weni.

Xi I. neuron ve vstupni vrstv

Pro neurony ve vstupni vrstye hodnota vstupniho i
vystupniho signalu stejns, .
Voj Biasj. neuronu ve skryté vrsty

Z; j. neuron ve skryté vrstv
Hodnota vstupniho signalu p# je z_in:

z_in; =vy + invij :

Hodnota vstupniho signalu p# je z:

z, = f(z_ ir]).
Wok Biask. neuronu ve vystupni vrstv
Yk K. neuron ve vystupni vrsiv

Hodnota vstupniho signalu p¥Q je y_ing:

y_ing = W + Z Z W
j
Hodnota vstupniho signalu p# je z:

y, = f(y_in,).
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topolagie vicevrstvé sf Pravdpodobré nejrozSiersjSi zpisob propojeni neurdnse sigmoidni
aktivatni funkci jsou vicevrstvé sit Vicevrstva neuronovatss jednou
vnitini vrstvou neuroin (neurony jsou ozra&ny Z, j=1,..,pP je
zobrazena na obrazku 17. Vystupni neurony (neujsmy ozndeny Y,
k=1,..., m. Neurony ve vystupni a viiti vrst& musi mit definovany
bias. Typické ozngeni pro biask. neuronu Yx) ve vystupni vrst¥ je woy,
a typické oznéeni pro biasj. neuronu ) ve vnittni vrstw& je V. Bias
(nag. j. neuronu) odpovida, jak jiz byloride uvedeno, vahové hodgot
piitazené spojeni mezi danym neuronem a fiktivnim mempy jehoz
aktivace je vzdyl. Z uvedeného obrazku tedy vyplyva, Ze vicevrstva
neuronova $i je tva‘ena minimald tremi vrstvami neurain vstupni,
vystupni a alesppjednou vnitni vrstvou. Vzdy mezi dsmi sousednimi
vrstvami se pak nachazi tziipiné propojeni neurah tedy kazdy neuron
niZSi vrstvy je spojen se vSemi neurony vrstvy yss

VYSTUPNI VRSTVA

SKRYTA
7 (vnitini)
vie VRSTVA

VSTUPNIi VRSTVA
Obrazek 17: Neuronovarss jednou vninni vrstvou neuroi

Velkym problémem modelu vicevrstvé neuronov& st adapténim
algoritmem backpropagation je (krémminimalizace chybové funkce)
volba vhodné topologie préeSeni konkrétniho praktického problému.
Zridkakdy jsou podrohfji znamy vztahy mezi vstupy a vystupy, které by
se daly vyuzit p navrhu specialni architektury. &&8inou se pouziva
vicevrstvéa topologie s jednou nebaiohi vnittnimi vrstvami a dekava se,
Ze wici algoritmus backpropagation zobectisjusné vztahy z tréninkové
mnoziny ve vahach jednotlivych sganezi neurony. | v tomtoffpact je
vSak poteba vhodi volit pocty neurori ve vnitnich vrstvach. Jefgjmé,

Ze tento problém organimai dynamiky GOzce souvisi s adaptaci a
generalizaci neuronové &it Architektura vicevrstvé neuronove ésit
(tj. urceni vhodného pau vnittnich neurof a jejich spojeni), by #ta
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odpovidat slozitostiieSeného problému, tj. @oi tréninkovych vzat,
jejich vstum a vystuf a struktiie vztati, které popisuji. Jeregjmé, ze
mala sf nemize feSit komplikovany problém.i#Pu¢eni pomoci algoritmu
backpropagation sefiti5 mala sf obvykle zastavi v &akém n€lkém
lok&lnim minimu a je paeba topologii doplnit o dalsi viiiti neurony, aby
adaptace ®a veétSi stupé volnosti. Na druhou stranu bohata architektura
sice i uc¢eni mnohdy umozni nalézt globalni minimum chybaweékte,

i kdyZz s &tSim pd@tem vah roste vyg®tni narénost adaptace. AvSak
nalezena konfigurace &itobvykle iliS zobeduje tréninkové vzory
véetrg jejich negresnosti a chyb a pro nemané vzory dava chybné
vysledky, tj. Spatéh generalizuje. Tomuto ipsnému zapamatovani
tréninkové mnoziny bez zobesri zakonitosti v ni obsaZzenych s&a
preuweni (overfitting) [6]. Zda se tedy, Ze existuje optimalni topologie
ktera je na jednu stranu dostat& bohata, aby byla schopitaSit dany
problém, a na druhou stranu ne moc velka, aby sprZsbecnila paebné
vztahy mezi vstupy a vystupy. Existuji sice teaiadi vysledky ohledh
horniho odhadu pou vnittnich neurofd post&ujicich pro realizaci
libovolné funkce z uiité tridy, avSak pro praktické peby jsou pilis
nadhodnocené, a tedy nepouzitelné. V praxi se devidgpologie voli
heuristicky, nap v prvni vnitni vrstw o nico vice neurol, nez je vstup

a v druhé vrsty aritmeticky pfimét mezi pdtem vystu@ a neurof

v prvni vnitni vrstw. Po adaptaci se ipac velké chyby sit pripadré
piida, respektive i chudé generalizaci odebereskolik neurori a
adaptivni rezim se cely opakuje pro novou architbekt Pro test kvality
generalizace neuronovédsse pa@ita chyba sé vzhledem k tzvtestovaci
mnozir, coz je ¢ast tréninkové mnoziny, kterd se zfing nevyuzila
k adaptaci.

5.1 Standardni metoda backpropagation

Adaptani algoritmus zptného &ieni chyby backpropagatioh je
pouzivan v fblizné¢ 80% vSech aplikaci neuronovych siti. Samot
algoritmus obsahujefit etapy: dopedné feedforward Siteni vstupniho
signalu tréninkového vzoru, #mé Steni chyby a aktualizace vahovych
hodnot na spojenich. éBem dopedného $eni signalu obdrzi kazdy
neuron ve vstupni vrstv (X, i=1,..,,) vstupni signal ) a
zprostedkuje jeho penos ke vSem neurdm vnittni vrstvy ¢, ..., %).
Kazdy neuron ve vnihi vrstw vypccita svou aktivaci£) a posle tento
signal vSem neurdim ve vystupni vrst Kazdy neuron ve vystupni
vrstvé vypcotita svou aktivaci y), kterd odpovida jeho skutreEmu
vystupu k. neuronu) po fedlozZzeni vstupniho vzoru. V podstaimto
zpisobem ziskame odezvu neuronové B# vstupni podft dany excitaci
neurorl vstupni vrstvy. Takovym Zgobem probiha &ni signai i

v biologickém systému, kde vstupni vrstvatuze byt tvdena
nag. zrakovymi buikami a ve vystupni vrs&v mozku jsou pak
identifikovany jednotlivé objekty sledovani. Otarkgak #Zistdva to
nejdilezit¢jSi, jakym zmisobem jsou stanoveny synaptické vahy vedouci

popis algoritmt
zpétného Steni
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ke korektni odezy¥na vstupni signal. Proces stanoveni synaptickathjer
op¢t spjat s pojmemdeni - adaptace - neuronovesit

generalizace DalSi otazkou je schopnodieneralizace (zobecrgni) nad nadenym
materialem, jinymi slovy jak je neuronovat séchopna na zaklad
nawteného usuzovat na jevy, které nebyly &&mti &eni, které vSak lze
n¢jakym zpsobem z nateného odvodit.

Co je nutné k naieni neuronové si? Je to jednak tzurénovaci mnozina
obsahujici prvky popisujigeSenou problematiku a dale pak metoda, ktera
dokaze tyto vzorky zafixovat v neuronove siti fourttodnot synaptickych
vah pokud moznodetre jiz uvedené schopnosti generalizovat. Zastavme
se nejdive u trénovaci mnoziny. Kazdy vzor trénovaci mngzpopisuje
jakym zpisobem jsou excitovany neurony vstupni a vystuprstvyr
Formalrt miZzeme za trénovaci mnozinli povazovat mnozinu prk
(vzomi), které jsou definovany uspmanymi dvojicemi nésledujicim
zpasobem [6]:

T ={ ot ) 004, 004"k =L-of

trénovaci mnozina

kde (@ pacet vzok trénovaci mnoziny
Xk vektor excitaci vstupni vrstvy t#®nén neurony
tx vektor excitaci vystupni vrstvy ti#¥®@ném neurony

¢ Metoda, ktera umaditlje adaptaci neuronové &itad danou trénovaci
mnozinou se nazyvlackpropagationcoz v gekladu znamena metodu
zpetného Sieni. Na rozdil od uz popsaného tegného choduip Siteni
signédlu neuronoveé sitspaiva tato metoda adaptace v opém Sieni
informace smrem od vrstev vySSich k vrstvam nizSimehBm adaptace
neuronové s metodou backpropagation jsou srovnavany vitaoé
aktivace yx s definovanymi vystupnimi hodnotant pro kazdy neuron
ve vystupni vrst¥ a pro kazdy tréninkovy vzor. Na zakéadohoto
srovhani je definovana chyba neuronove, sfiro kterou je vypétan
faktor & (k=1, ..., m. & , jeZz odpovid&asti chyby, ktera sei$izpstné

z neuronuYyx ke vSem neuram piedchéazejici vrstvy majicim s timto
neuronem definované spojeni. Podobfze definovat i faktor §
(=1,.. 0, ktery je casti chyby ené zptné¢ z neuronuz; ke vsem
neurorim vstupni vrstvy, jeZz maji s timto neuronem defaneé spojeni.
Uprava vahovych hodnetx na spojenich mezi neurony it a vystupni
vrstvy zavisi na faktorwy a aktivacichz neurori Z; ve vnitni vrst\.
Uprava vahovych hodnat na spojenich mezi neurony vstupni a it
vrstvy zavisi na faktorw) a aktivacichs neuror Xi ve vstupni vrsty.
Aktivacni funkcepro neuronové sits adapténi metodou backpropagation
musi mit nasledujici vlastnosti: musi byt spojithferencovatelna a
monoton® neklesajici. Nejastji pouzivanou aktivéni funkci je proto
standardni (logickd) sigmoida a hyperbolicky tarsyen

princip adaptani meto
backpropagation
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Chyba si E(w) je vzhledem k tréninkové mnoZinlefinovana jako saet
parcialnich chytsit E(w) vzhledem k jednotlivym tréninkovym vzon a
zavisi na konfiguraci sitw:

q

E(w) =2 E (w).

=1

Parcialni chybag(w) sit pro I. tréninkovy vzor = 1, ..., je Uungrna
souwtu mocnin odchylek skuteych hodnot vystupu sitpro vstup
I-tréninkového vzoru od poZzadovanych hodnot vystupohoto vzoru:

E (W) =23 (v - 4)°.

kay

Cilem adaptace je minimalizace chybyé&site vahovém prostoru.
Vzhledem k tomu, Ze chyba &iprimo zavisi na komplikované nelinearni
slozené funkci vicevrstvé &jt predstavuje tento cil netrivialni
optimalizani problém. Pro jehdeSeni se v z&kladnim modelu pouZiva
nejjednodussi  varianta  gradientni  metody, ktera aslype
diferencovatelnost chybové funkce. K lepSimu poembpnam porize
geometricka fedstava. Na obrazku 18 je schematicky znaramchybova
funkce E(w) tak, Ze konfigurace, kter&galstavuje mnohoroz¥my vektor
vahw , se promita na osu Chybova funkce @uje chybu sit vzhledem

k pevné tréninkové mnozinv zavislosti na konfiguraci it Pt adaptaci
sit hledame takovou konfiguraci, pro kterou je chybofiinkce
minimalni. Z&neme s nahodn zvolenou konfiguraci w®, kdy
odpovidajici chyba sitod poZzadované funkce bude préwddobr velka.

V analogii s lidskym &enim to odpovidd pgétenimu nastaveni
synaptickych vah u novorozence, ktery misto pozadékio chovani jako
chaze, ie¢ apod. provadi nahodné pohyby a vydava &gurzvuky. Ri
adaptaci sestrojime v tomto ko ke grafu chybové funkce dey

vektor @radien) %(W(O)) a posuneme se ve &m tohoto vektoru ddl

o & Pro dostat¢ malé & tak ziskdme novou konfiguraci
w® =w® + Aw® | pro kterou je chybova funkce mensi ne? piwaglni
konfiguraciw©® , tj. E w®)=E (w™). Cely proces konstrukcecteého
vektoru opakujeme pro wPa ziskdme tak w® takové, Ze
Ew®P)2E W®) atd., aZ se limith dostaneme do lokalniho minima
chybové funkce. Ve vicerozitmém vahovém prostoru tento postup
piesahuje naSitpdstavivost. | kdyz i vhodné volls koeficientu deni @)
tato metoda vzdy konverguje Kjakému lokalnimu minimu z libovolné
pocateEni konfigurace, nenidbec zardeno, Ze se tak stane v realném
case. Obvykle je tento procéaso¥ velmi nar@ny i pro malé topologie
vicevrstvé sit (desitky neuroin).
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A\ 4

W(O) W(l) W(2) o W
Obrazek 18: Gradientni metoda.

Hlavnim problémem gradientni metody je, Ze pokuddnalezne lokalni
minimum, pak toto minimum nemusi byt globalni (efar. 18). Uvedeny
postup adaptace se v takovém minimu zastavi (nudpagient) a chyba
Sitt se jiz dale nesniZuje. To lze v analogiicenim¢lovéka interpretovat
tak, Ze poateni nastaveni konfigurace v okol¢jakého minima chybové
funkce utuje moznosti jedincedit se. InteligentyjSi lidé za&inaji svou
adaptaci v blizkosti hlubSich minim. | zde je vSekybova funkce
definovana relativévzhledem k poZadovanému ,inteligentnimu® chovani
(tréninkova mnozina), které vSak nemusi byt unige¥zplatné. Hodnotu
¢lovéka nelze nifit Zadnou chybovou funkci. Elektrické Soky aplikoea
v psychiatrickych |éebnach fpominaji rekteré metody adaptace
neuronovych siti, které kipad, Ze se teni zastavilo v lkém lokalnim
minimu chybové funkce, naho&ivnasi Sum do konfigurace &itaby se
sit’ dostala z oblasti abstrakce tohoto lokalniho manian mohla pap
konvergovat k hlubSimu minimu.

Adaptaéni algoritmus backpropagation [2]:

Krok 0. Vahové hodnoty a bias jsou inicializovany malymi
nahodnymiisly.
Pritazeni inicializ&ni hodnoty koeficientudenia.

Krok 1. Dokud neni spléna podminka ukafeni vyp@tu, opakovat
kroky (2 az 9).

Krok 2. Pro kazdy (bipolarni) tréninkovy part provadt
kroky (3 az 8).

Feedforward:

Krok 3. Aktivovat vstupni neuronyX, i=1, ...n)
X =S..

Krok 4 Vypocitat vstupni hodnoty vrittich neuron:
(Zj, j:l,..., p):
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Krok 5

z_in, = vy, +Zl: XY, -

Stanoveni vyslt_upnich hodnot vimiich neuron

z, = f(z_ iq).

Stanoveni skut@ych vystupnich hodnoty signalu
neuronove sé (Yy, k=1, ...,m).

p
y_Ing =Wy, + lej Wi
J:

Yy = f(y_ink).

Backpropagation:

Krok 6

Krok 7

Ke kazdému neuronu ve vystupni visty

(Y, k=1, ..., m)e pritazena hodnotacekavaného
vystupu pro vstupni tréninkovy vzor. Déale je
vypoteno d, =(t, -y, ) f'(y_in,), které je
souasti vahové korekcA w,, =a 9, z; i korekce
biasu Aw,, =a o,.

Ke kazdému neuronu ve vimf vrstw

(2,71, ..., p)je pritazena sumace jeho delta
vstupi (tj. z neuroni, které se nachazeji v

nasledujici vrsts), d_in; =Y Jw,,.
k=1
Vynasobenim ziskanych hodnot derivaci jejich

aktivasni funkce obdrzimey; = &_in, f(z_in ),
které je souasti vahove korekcAv,; =a 9, % i
korekce biasuA v,; =a 9, .

Aktualizace vah a prak:

Krok 8

Krok 9.

Kazdy neuron ve vystupni vrgtgYy, k=1, ..., m)
aktualizuje na svych spojenich vahové hodnoty
véetne svého biasuj£€0, ..., p)

w;, (new = w,(old +A w,.

Kazdy neuron ve vniti vrstw (Z;, j=1, ..., p)
aktualizuje na svych spojenich vahové hodnoty
véetne svého biasui£€0, ..., n}

vij(nevy =y, (olg+Aay.

Podminka ukogeni:

pokud jiz nenastavaji zadné &ny vahovych
hodnot nebo pokud jiz bylo vykonano maximaln
definované mnoZstvi vahovych #m stop; jinak,
pokraiovat.

45



vahové hodnoty na sfenict

Ackoliv vlastni popis ticiho algoritmu backpropagation je formulovan
pro klasicky von neumannovsky modelc¢fiece, gesto je rejme, Ze jej
Ize implementovat distribuovan Pro kazdy tréninkovy vzor probih&a
nejprve aktivni rezim pro jeho vstup tak, Ze infaga se v neuronové siti
Siii od vstupu k jejimu vystupu. Potom na zaklaekterni informace
ucitele o pozadovaném vystupu, tj. o chyb jednotlivych vstup, se
pocitaji parcialni derivace chybové funkce tak, Zengigse i zpst od
vystupu ke vstupu. Vyget sit pri zpétném chodu probiha sekve® po
vrstvach, pitom v rdmci jedné vrstvy fize probihat paraletn

Odvozeni adapt&niho pravidla standardni backpropagation

Symbolem wyk ozn&ime vahovou hodnotu na spojeni mezi #miin
neuronemnZ; a neuronem ve vystupni vrétYy; indexy |J jsou pouzity
analogicky pro vahové spojeni mezi neuronem veapvstvrst¢ X, a
vnitinim neuronemZ;. Indexy uvedené malymi pismeny se vyskytuji
pouze v sumacich. Symbolenfiix) ozn&ujeme aktivani funkci
libovolného typu. Derivace této aktirad funkce je pak ozrana
symbolem . Zavislost aktivani funkce na vahovych hodnotach je
vyjadiena vztahem:

y_in, :ZZJV\{K ,
J

ktery musime wislit, abychom naIeinf(y_inK), tj. aktivani hodnotu
Yk (K. neuronu ve vystupni vrstu

Chybovou funkci (tj. funkci vahovych hodnot), kter&na byt
minimalizovana, Ize zapsat takto:

E= O.SZk:[tk -y

Dale nasleduje odvozeni vahovéhtiristku nejprve pro spojeni mezi
neurony vnitni a vystupni vrstvy, tjAw;x a potom mezi neurony ve
vstupni a vnitnimi vrst\&, tj. Av; .

Pro vahové hodnoty na spojenich vedoucich od néuvaitini vrstvy

mezi neurony vstupni & neurorim vevstupnivrstv plati:

vnitni vrstvy
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xkE 0 IR E:
dNJK_dNJKOB;[tk yk]

J

. 2
= ™ O.SZk:[tk - f(y_an)]
: .0 _
:__tK ~ Yk | E f(y_InK)
J K

fy_ing)

J K

:_:tK _YK: f' y_inK)

(
:_:tK _yK: f,(y_InK)ZJ'

Pro pgeehledrjSi zapis vyslednych hodnot je vyhodné definadat
O = [tK - yK] f ’(y_inK)'

Y1 Yk Ym

Obrazek 19: Adaptace vah neuronu vystupni vrstvy.

Pro vahové hodnoty na spojenich vedoucich od néuvstupnivrstvy Vahovée hodnoty na spojen
k neurorim vevnit/ni vrstw plati: mezi neurony vnihi a

vystupni vrstvy
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E _ S _v -2
0«\/—”_ Zk:[tk Yk]ov Y

1J

. 174 .
- —Zk:[tk -~ yk]f '(y_ |nk)(jv—y_|nk

1J

J )
=->0,——y_in,

k 1J

J
:_ZJkWJk Py Z,
13

k

:—Zk:dkwjkf'(Z_inJ)[xl]'

| zde pro pehlednost nasledujiciho zapisu definujme

J, :—Zk:dkw“f’(z_ in,).

Obrazek 20: Adaptace vah neuronu xmitvrstvy.

vahové pirgstky Vratime se oft k indexaci malymi pismeny. Vahovéifistky pak lze
zapsat nasledujicimi #poby: pro vahové hodnoty na spojenich mezi
neurony vevnitini avystupnivrstw plati

7=
a;
= a'[tk - yk] f ’(y_ ink)zj
=0ad,z;;

Aw;, =-a
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a pro vahové hodnoty na spojenich mezi neuronystapni a vnitini
vrstve plati

5.2 Modifikované algoritmy uéeni se zgtnym Sifenim chyby

_Popsané stavndardni mefoda bvackprf),p?gation se _,gnmlekie sv,é gradientni weni
jednoduchosttasto pouziva, i kdyz nenkips efektni. Jeji jednoducha ‘s momentem
celkem frekventovana modifikace, ktera se snazoteadostatekaste&né

odstranit, zohletuje pi vypoctu nejen zminy vah ve srru gradientu

chybové funkce, ale navic irgdeSlou zrnu vah, tzv.moment ().

Prirastky vahovych hodnot odvozené standardni metodokppapagation

pak mizeme pepsat do nasledujicich tvar

w, (t+1) = w, (1) +ad, z +,U[V\{k(‘)— w ( t—])],

nebo-li
Aij(t"'l) =ad.z, +/1Aij(t)
a
v (t+D) =y, (9 +ag x +uly, (9-y (1)
nebo-li

v, (t+1) = ad, x +p By (1),
kde 0<wu<1 je parametr momentu, kteryéuje miru vlivu gedchozi
zmeny (obvykle se volj = 0.9). Pomoci momentu gradientni metoda Iépe
opisuje tvar chybové funkc&(w), protoZze bere do Uvahyig@chozi
gradient.

Doposud jsme se v naSem vykladu zabyvali pouzetadiapynaptickych
vah na spojenich mezi neurony, protoZe jsme prdicpgaze s neurony,
které maji stejnou aktivai funkci, gesrgji: aktivacni funkci se stejnou
strmosti sigmoiduo. Nicméré nic nebrani tomu, abychom adaptaci
podrobili nejen synaptické vahy, ale i vySe zé&énid strmosti sigmoiil

jednotlivych neurofi. Konfigurace sit je pak dana vektorem vSech wah

a vektorem vSech strmosti Fri uceni adaptujeme tuto konfiguraci tak, Zze

backpropagation s adaptivn
strmosti sigmoid
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vicevrstvy peseptror
sintervalovym stave
excitace

chybu si¢ minimalizujeme gradientni metodou v prostoru vastranosti.
Tim zvySujeme stuge volnosti adaptace, kdy tvar aktird funkce
(tj. mira rozhodnosti jednotlivych neunpnse niize @izpasobit tréninkove
mnozirt a snaze nalezne globalni minimum chybové funktg& Ha
druhou stranu i zvySeni poétu adaptovanych paramétroste pdet
numerickych operaci a&ani se zpomaluje.

Sigmoidalni aktivani funkce standardni (logickd) sigmoidge potom
piepsana do nasledujiciho tvaru:

f(x)

Derivace této funkce je pak zapséna taktb‘.(x):af(x)[l— f(x)]

3 1
_1+e—ax'

a jeji graf je uveden na obrazku 21.
f(x)

X
Obrazek 21: Binarni sigmoida s modifikovanou strtinas= 1 ao= 3.

Timto zpisobem lze ziskat tz\heterogennsit’, kde obec#é kazdy neuron
muze mit svou aktivni dynamiku. Tato vlastnost vestginé piipac
zvySuje schopnost sit konvergovat k natenému stavu. Odvozeni
adapténiho pravidla backpropagation s adaptivni strmegimoidu je
velmi podobné odvozeni adagmého pravidla standardni backpropagation.
Aktivaéni funkce potom zavisi nejen na vahovych hodnotabd,i na
hodnot parametruogy , ktery je pitazen kazdému neuronu. | kdyZz ma
kazdy neuron fifazen suj parametrox , tvar aktivéni funkce je pro
vSechny tyto neurony identicky.

Stav 9, Yp>. neuronu je zde uveden ve farnmterval, jemuz odpovida
vnitini potencial, ktery je rowi ve forn® intervalu ¢ _in., y_ine>, kde
yL=1f(y_in) ayp=f(y_ine). To umo#uje definovat také vzory trénovaci
mnoziny ve fornd intervalu a chybova funkce bude pak &ewm obou
chybovych funkci, tj. pro dolni i horni hranici @mvalu. Adaptace probiha
podle algoritmu popsaného v [5].
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NejdilezitéjSi probrané pojmy:

backpropagation (adagta algoritmus zgtného Sieni chyby),
generalizace,

trénovaci mnozina,

dopredné (feedforward) &ni signalu,

parametr momentu,

parametr strmosti,

heterogenni §j

overfitting (preutenti).

Korespondenrtni ukol (vybrany ukol vykonejte):

1.

Vytvoite paitacovy program pro realizaci adaptaho algoritmu
backpropagation a pouzijte jej pro logickou funkCOR".
Reste vybranou logickou funkci standardnim adéagta algoritmem

zétného Sfeni chyby pi stanoveni @zného pétu neuror ve
vnitini vrstw&. Ziskané vysledkyeSeni srovnejte
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6 Samoorganizace

Cil:

Po prostudovani této kapitoly budete seznameni:
- modely neuronovych siti, které vyuzivaji saui strategie &ent;
- s principy souizni strategie &eni;
- s principem procesu shlukovani.

vyuzivaji sou¥ni strategie &eni (competitive learning). Spdleym
principem #chto modet je, Ze vystupni neurony &ispolu sowZi o to,
ktery z nich bude aktivni. Na rozdil od jinychiaich princip: (nap-.
Hebbovo deni) je tedy v ufitémcase aktivni vZzdy jen jeden neuron.

@ V této kapitole se budemenovat modelm neuronovych siti, které

6.1 Kohonenovy samoorganizéni mapy

Tato neuronova si(angl. Self -Organizing Map byla poprvé popsana
vroce 1982. Je nejtkzit¢jSi architekturou vychazejici ze strategie
soutzniho &eni (tj. uceni bez ditele). Z&kladnim principem diciho
procesu je vytvieni mnoziny reprezentant majici  stejné
pravdpodobnosti vybru. Fesrgji, hledame takové reprezentanty, pro
kterée plati: vybereme-li nahodny vstupni vektor zdleni
pravdpodobnosti odpovidajici rozkni tréninkové mnoziny, bude mit
kazdy takovy reprezentantiifazenu pravépbodobnost, ktera je mu
nejblize. Algoritmus tedy nema informace o pozadgeh aktivitach
vystupnich neurainv prabéhu adaptace, ale adaptace vah odrazi statistické
vlastnosti trénovaci mnoziny. Jsou-li si tedy dbaVolné vzory blizké ve
vstupnim prostoru Zpsobuji v siti odezvu na neuronech, které jsou si
fyzicky blizké ve vystupnim prostoru. Hlavni idetichto neuronovych
siti je nalézt prostorovou reprezentaci sloZitychtodych struktur.
Mnohodimenzionalni data se timto ugpbem zobrazuji v daleko
jednodusSim prostoru. Uvedena vlastnost je typigké skutény mozek,
kde napiklad jeden konec sluchové&sti mozkoveé &ry reaguje na nizkeé
frekvence, zatimco opay konec reaguje na frekvence vysoké.

Jedna se o dvouvrstvou’d Uplnym propojenim neurdérmezi vrstvami.
Vystupni neurony jsou navic usgdany do #aké topologické struktury,
negastji to byva dvojrozndrna ntizka nebo jednorozénna fada
jednotek. Tato topologicka strukturacuje, které neurony spolu v siti
sousedi (pro adaptai proces je to nezbytné). Pro ad&ptaproces je
rovnéz dilezité zaveést pojenokoli J vystupniho neurony*() o poloneru
(velikosti) R, coZz je mnozZina vSech neufolfj/7J), jejichz vzdalenost
v siti je od daného neurongt Y mensi nebo rovn&: J = {j; d(j,j*) < R}.

organiza’ni dynamika
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To, jak meiime vzdalenosd(j,j*), je zavislé na topologické strukeu
vystupnich neurah Nag. pro linearni oblast obsahujiol neuror ve
vystupni vrst¥ plati pro vSechny/7J: max(1,J - R < j < min (J+R, n).

Obecna architektura Kohonenovy samoorgammzamapy obsahujici
m neurori ve vystupni vrst¥ (tj. Y,..., ¥) @ nneurori ve vstupni vrst

(tj. Xq,..., %) je zobrazena na obrazku 22.
T

Obrazek 22: Kohonenova samoorgaidiziamapa.

Sousedstvi neuronu ozeméeho # je proR=2{},R=1(),R=0]]
v jednorozngrné vystupni oblasti zobrazeno na obrazku 28 =(10 je
pocet neuroi ve vystupni vrst®)

* * { * ( * [ #] * * ) * } * *
Obrazek 23: Sousedstvi definovand v linearni vystaplasti pro rizné
hodnoty parametru R.

Sousedstvi neuronu oziemeho # je proR =2, 1, 0 ve dvourozmirné
pravouhlé vystupni oblasti zobrazeno na obrazku 24.

———————

I * * * *-=

I* * * * * I

I I R=2 o om ==
I* * E....E * * I R=1 ——

] ]

I :h---: I R:O NN NN NN NN
I* * * * I

| |

I* * * * * I

| |

Obrazek 24: Sousedstvi v pravouhlé dvojrérné oblasti.
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Principadaptivni dynamikyje jednoduchy: Proch&zime celou tréninkovou

adaptivni dynamika mnozinu a po fedloZeni jednoho tréninkového vzoru pfobe mezi
neurony sit kompetice. Jeji Wz pak spolu s neurony, které jsou v jeho
okoli, zmeni své vahové hodnoty. Realny paramegni 0 <a < 1 utuje
miru zneny vah. Na p&atku weni je obvykle blizky jedné a postupse
zmen3uje aZz na nulovou hodnotu, coz zab&gpeukorieni procesu
adaptace. Row? i velikost okoli R neni konstantni: na &itku adaptace
je okoli obvykle velké (nap polovina velikosti s&) a na konci deni
potom zahrnuje jen jeden samotnyzity neuron (tjR = 0).

Kohoneniv algoritmus [2]:

Krok 0. Inicializace vSech vahovych hodnu;:
Inicializace poloniru sousedstvi; tj okolR).
Inicializace parametrudeni @).
Krok 1.  Pokud neni spkna podminka ukafeni, provadt kroky (2-8).
Krok 2. Pro kazdy vstupni vektox = (Xi,...,%) opakovat
kroky 3 az 5.
Krok 3. Pro kazdéj (j=1,..., m)vypcitat:

. 2
D(J):Z(Wij _Xi) :

Krok 4. Najit index J takovy, ZzeD(J) je
minimum.

Krok 5. Aktualizace vahovych hodnot vSech
neurorii (j/Z4) tvoricich topologické
sousedstvi charakterizované indexém
tj. pro vSechna(i=1,..., n plati:

W (new= W (old)+ O’I_Xi —W; (Old)] :

Krok 6. Aktualizace parametruceni.

Krok 7. ZmenSeni polowru R topologického
sousedstvi.
Krok 8. Test podminky ukaoteni.

Geometricky vyznanpopsaného algoritmu je takovy, Zeggity neurori a
vSichni jeho sousedé v siti, ktdy od &) neneli byt prilis vzdaleni ani ve
vstupnim prostoru, posunou igvvahovy vektor o ufitou pongrnou
vzdalenost sirem k aktualnimu vstupu. Motivaci tohotdigtupu je
snaha, aby wWkny neuron, ktery nejlépe reprezentujeddozeny vstup (je
mu nejblize), jestvice zlepSil svou relativni poziciwi nému. Problémem
vzniklym pfi adaptaci Mize byt nevhodna nahodna inicializace vah, ktera
vede k blizkym p&ateinim neurodm ve vystupni vrstv a tudiZz pouze
jeden z nich vyhrava kompetici zatimco ostafrstavaji nevyuZzity.

V aktivnim rezimuse pak sousedstvi neutoneprojevuje: fedlozime-li
siti vstupni vektor, so&ki vystupni neurony o to, kdo je mu nejblize a
tento neuron se pak excituje na hodnotu rovnu jedaéimco vystupy
ostatnich neuranjsou rovny nule. Kazdy neuron tak reprezentujgky
objekt,¢i tiidu objekfi ze vstupniho prostoru: tj. pouze jeden neuronihorn
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vrstvy, jehoZ potencial Z{v.X) je maximalni odpovida vstupnimu vektoru
X. Tento neuron je navic schopen rozpoznat celddu ttakovych,
podobnych si vektdr Princip ,vi€z bere vSe" se realizuje tzlateralni
inhibici; vSechny vystupni neurony jsou navzajem propojetgralnimi
vazbami, které mezi nimiipnaseji inhikini signaly. Kazdy vystupni
neuron se pak snazi v kompetici zeslabit ostatnfamy silou Ungrnou
jeho potencialu, ktery je timétsi, ¢im je neuron blize vstupu. Vysledkem
tedy je, Ze vystupni neuron s n#Bim potenciadlem utlumi ostatni
vystupni neurony a saniigtane aktivnim.

Priklad:
M¢jme 4 vektory: (1, 1, 0, 0); (O, O, O, 1); (1, 0,@); (O, O, 1, 1).
Maximalni p&et shluki je: m = 2.
Predpokladejme, Ze parametfemi je definovan vztahyi(0) = 0.6;

a(t+1) = 0.5a(t).
Protoze jsou k dispozici pouze dva shluky, okoldioJ (krok 4 je
nastaveno tak, Ze v kazdém kroku aktualizuje s\¥@w@ hodnoty pouze
jeden neuron vystupni vrstvy, iR = 0.

Krok 0. Inicializace vahové matice:
02 08
06 04
05 07|
09 03
Inicializace polomiru sousedstvi:
R =0.
Inicializace parametruceni:
a(0) =0,6.
Krok 1. Adaptace:
Krok 2. Pro prvni vektor (1, 1, 0, 0) opakovat kroky 3-5.

Krok 3.D(1) = (02-1)* +(06-1)° +(05-0)* +(09-0)* = 186,

D(2)=(08-1)* +(04-1)* +(0,7-0)* +(03-0)* = 098.
Krok 4. Vstupni vektor je blize uzlu 2, tak = 2.
Krok 5. Aktualizace vahovych hodnot ¥itného neuronu:

Wiz(neV\) =W, (Old) + 0’6|.Xi - Wiz(OId)]

= 04w, (old)+ 06x .
Aktualizace druhého sloupce vahové matice
02 092

06 076
05 028|
09 012
Krok 2. Pro druhy vektor(, 0, 0, } opakovat kroky 3-5.
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Krok 3.

D(1)=(02-0)* +(06-0)* +(05-0)* +(09-1)° = 066,

D(2) = (092-0)* +(076-0)* +(028-0)* +(012-1)* = 227.
Krok 4. Vstupni vektor je blize uzlu 1, tak = 1.
Krok 5. Aktualizace prvniho sloupce vahové matice

008 092
024 076
020 028|
096 012
Krok 2. Pro teti vektor (, 0, 0, ) opakovat kroky 3-5.
Krok 3.
D(1) = (008-1)* +(024-0)* +(02-0)* +(096-0)* = 186;
D(2) = (092-1)* +(076-0)" +(028-0)" +(012-0)* = 067
Krok 4. Vstupni vektor je blize uzlu 2, talk = 2.

Krok 5. Aktualizace druhého sloupce vahové matice
008 0,968
024 0,304
020 0112|
096 0,048
Krok 2. Procétvrty vektor Q, 0, 1, ) opakovat kroky 3-5.
Krok3.
D(1) = (008-0)* +(024-0)* +(02-1)* +(096-1)° = 0,705
D(2)=(0968-0) +(0,304-0)* +(0112-1)* +(0,048-1)* = 272
Krok 4. Vstupni vektor je blize uzlu 1, tak = 1.
Krok 5. Aktualizace prvniho sloupce vahové matice
0,032 0,968
0,096 0,304
0,680 0112|
0,984 0,048
Krok 6. ZmenSeni parametreni:

a=0,5(0,6) =0,3.

Aktualizace vahovych hodnot ¥#ného neuronp(j =1, 2) ve
druhém cyklu bude provéda podle vztahu:
W (new = Wi (old) + O'3I.Xi W (Old)J

= 07w, (old)+ 03x..
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Parametr &eni zmensil svou hodnotiheem 0.6 na 0.01 a vysledna
vadhova matice nabyvala konverguje k matici:

00 10
00 05
05 0,0
10 00

Jeji prvni sloupec nabyva hodnot, které odpovigajimérnym
hodnotam sloZzek obou vekforpiifazenym prvnimu neuronu
vystupni vrstvy, tj. vektoru 2: (0, 0,0, 1) a Wk 4: (0, 0, 1, 1)).
Jeji druhy sloupec nabyva hodnot, které odpovigajmérnym
hodnotam slozek obou vekforpiitazenym druhému neuronu
vystupni vrstvy, tj. vektoru 1: (1, 1, 0, 0) a vexkt 3: (1, 0, O, ,0).

Proces shlukovarjese jednou vys¥tlime prostednictvim funkce hustoty proces shlukovani
pravdépodobnosti. Tato funkce reprezentuje statistickgtno@ popisujici

rozloZzeni dat v prostoru. Pro dany bod prostoru fedy stanovit

pravdépodobnost, Ze vektor bude v daném bodu nalezelhdde- vstupni

prostor a funkce hustoty prasgbdobnosti, pak je mozné dosahnout

takové organizace mapy, ktera se této funkiliguje (za gedpokladu, ze

je k dispozici reprezentativni vzorek dat). Jinygiuvy fe¢eno, pokud jsou

vzory ve vstupnim prostoru rozloZzeny podl&gaké distribéni funkce,

budou vahové vektory rozloZeny analogicky.

6.2 Kvantovani vektora uéenim

(LVG angl. Learning Vector Quantization Prozatim jsme vyuZivali
neuronovou s$iKohonenovy mapy proceni bez dgitele. Nyni se budeme
zabyvat tim, jak lze tuto Spouzit proreSeni problémilasifikacedat do
nékolika kategorii. Ukazeme si #pob, kterym ozndme vystupni
neurony si kategoriemi a uvedeme algoritmy, které se pouZipep
doweni sit, jez chceme pouzit Kmto elim. Kvantovani vektdr
ucenim vychézi z uvedenych pringipkohonenova &eni s jedinym
rozdilem, Ze misto jiz vySe zn#mé samoorganizace chceme zajistit aby
pro kazdou kategorii si podobnych veKt@axistoval ji odpovidajici a nami
definovany neuron ve vystupni vrstsitt. Nejprve tedy musime &it
kolik takovych kategoriii tféid budeme poZadovat. Kazdé tétmd pak
piitadime jeden neuron vystupni vrstvy. Nasleduje mmogestupného
predkladani vektdr vstupniho prostoru a adaptace ésitentokrate
s Wwitelem, ktery rozhoduje o spravnosti odezvy. Vlasbdezva je
realizovdna stejnym #gobem jako v fipact Kohonenovych map,
tj. postavena na zakladkompetice. Kléovy rozdil spoiva ve zmgsobu
Upravy vah neuronové &it

Obecna architektura LVQ 8itje totoZzna s architekturou Kohonenovy

mapy zobrazené na obrazku 22 (bez topologické tsirykneurom ve adaptani algoritmus

LVQ
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vystupni vrst¥). Navic vS8ak m4, jak uz bylo uvedeno, kazdy vystup
neuron pirazenou znamouftitu vstum, které reprezentuje. Cilem
adapta’niho algoritmu LVQsit je nalezeni takového neuronu ve vystupni
vrstw¢ (charakterizovaného vahovymi hodnotam), ktery je nejblizsi pro
zadany vstupni vektox). Algoritmus korti, pokud x i w, pati do téze
tiidy klasifikace. Pokud i w. nalezi do tznych tidy klasifikace,
hodnoty vahového vektorw, adaptujeme tak dlouho, aby byl tento
nedostatek odstran.

Dale budeme pouzivat nasledujici ozréani:

X Vstupni tréninkovy vektomx = (X1, ..., X, ..., %)

T Korektni tida gifazena tréninkovému vektoru.

W Vektor vaq prg. neuron ve vystupni vrtvw; - (W,
Waj, ..., W)

G Trida reprezentujigi neuron ve vystupni vrsty

Hx — W, H Euklidovsk& vzdalenost mezi vstupnim vektorema
vahovym vektoremj. neuronu ve vystupni vrsiw,.

Adaptaéni algoritmus LVQ [2]:

Krok 0. Prifazeni tid vstupnim tréninkovym vektom.
Inicializace referetnich vektot (viz priklady).
Inicializace parametruceni @).

Krok 1. Pokud neni spkna podminka ukateni, provadt kroky (2
az 6).
Krok 2. Pro kazdy vstupni vektox = (Xi,...,%)

opakovat kroky 3 az 4.

Krok 3. Nalezeni takovéhag, ze Hx - WJH
je minimum.

Krok 4. Aktualizace vahovych hodnow;:
pokud T = C; ,pak

w, (new = w( old+a[ - w( olc)i]

pokud T #C;, pak
w, (new = w( old—a[ - w( olc)i]

Krok 6. Aktualizace parametru¢eni (zmensSeni jeho
hodnoty).
Krok 7. Test podminky ukateni.
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V piipadt, Ze se jedna cspravnou odezvu, adaptace probiha podle
znamého vztahuw, (new = w( old + a[ - w( olc)i].
Timto dochazi k fiblizeni vah neuronu strem ke vstupnimu vektoru.

V piipad chybnéodezvy bude naSim cilem vahy chybnéh@adtspise
oddalit od vstupu, coz vede k nasledujicinredpisu pro adaptaci jeho vah

w, (new = w( old—a[ - w( olc)i].

Uceni odnénou a trestemneboli uceni posilovanim(reinforcement
learning) je deni, pii kterém sice nezname pozZadovanou hodnotu vystup
ale opozdn¢ ziskdvame <z progidi informace o0 vysledcich
vygenerovanych vystip To nadm zprozedkovava alespo néjakou
zpetnou vazbu. Toto deni je typické v oblasti robotiky a v multiagentmic
systémech.

Deinforcement learning

M s

- adaptace beziele,

- samoorganizace, Z
- sougzni strategie &eni (competitive learning),
- lateralni inhibice,

- sousedstvi,

- proces shlukovani,

- kvantovani vektar ucenim (LVQ)

- kategorie (. tida reprezentujici neuron).

Ukoly a otazky k textu:

M¢me pét vektom: (1,1,0,0), (0,0,0,1), (0,0,1,1), (1,0,0,0), (@,®).
Maximalni pd@et shluki je: m=2.Reste piklad a) algoritmem adaptace
Kohonenovy samoorganigai mapy (vhoda si definujte vztah
proparametr &€eni); b) adaptmim algoritmem LVQ (vhodh si rozdlte
vstupni vektory do dvou kategorii). ©teSeni porovnejte.

Korespondereni ukol:

Vytvoite paitacovy program pro realizaci adaptdho algoritmu @
pracujiciho na principu satini strategie ¢eni.
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7 DOPREDNA SiT TYPU COUNTERPROPAGATION

Cil:
Po prostudovani této kapitoly budete seznameni:
- s modelem urié neuronové sitCounterpropagation;

- s adaptéenim algoritmem pro neuronovéstypu
counterpropagation.

Counterpropagation je model été neuronové s#t (navrzené Hecht
Nielsenem v r. 1986), ktera se snazi vyuzit samaoagni si

v kombinaci s dalSim/mavnym mechanismem/&Seni problém uceni

s witelem. S, kterou dale popiSeme je pouze jednou z moznyw@ntva
této neuronové sit S¥ counterpropagation pracuje jako vyhledavaci
tabulka (lookup table), kterd& k danému vstupu najdejblizSiho
reprezentanta a odpovi vystupni hodnotou, ktesatjeto reprezentantem
spojena.

Dopiedna & typu counterpropagation  (angl. Forward-Only
Counterpropagatior) je tvarena temi vrstvami neurain (viz obrazek 25 ).
Vstupni vrstvu tvéi n vstupnich neurandistribuujicich do dalSi vrstvy
vstupni signaly x,..., %. Druha vrstva je tv@na p samoorganizanimi
jednotkami (viz Kohonenovy samoorganinamapy), které jsou vzjeran
propojeny, cozZ neni zobrazku patrné.iefl vrstvu tvai m
Grossbergovych jednotekstar. Jejich vystupy pak tid vystupy celé
neuronove s

VSTUPNI KOHONENOVA VYSTUPNI
VRSTVA VRSTVA VRSTVA

Obrazek 25 : Dofedna sf typu counterpropagation
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Adaptivni dynamika této si¢ probiha ve dvou fazich. Nejprve se
Kohonenovym tenim bez &itele nastavi vahw; (i=1,...,n;j=1,...., )
samoorganizanich jednotek mezi vstupni a vt vrstvou. Po skafeni
prvni faze deni, ve které se pouziva jen vstupasti tréninkovych vzdi,

se vahy v fixuji a dochazi ke druhé faziceni, ktera nastavi vahywi
G=1,....,p; k=1,...,m mezi vnitni a vystupni vrstvou. V tétgasti
adapténiho algoritmu je vyp&ten aktudlni vystup <it pro vSechny
neurony vystupni vrstvy a porovnan s pozadovanystupem sit. Pokud
neni spl@na podminka ukafeni, jsou vahové hodnoty upravovany
tzv. Grossbergovym adaptaim pravidlem(viz dale).

adaptani algoritmus

Pravidlo pro adaptaci vdhovych hodnot mestiupniavnit/ni vrstvou
ViJ(neV\): Y, +0’( X= VJ)
=(1-a)v,,(old) +a x,

kde J je index vi€zného neuronu v kompetici potealozeni
vVstupux,;

Xi je inicializatni hodnotai. neuronu ve vstupni vrsty

a je parametr &eni; snizuje svou velikost vase (0«<l);

dopori&ena inicializ&ni hodnota je 0.6.

Pravidlo pro adaptaci vahovych hodnot maat/ni avystupnivrstvou
WJk(neV‘): W+ 4 )/ Wk)
=(1-a)w,,(old) + ay,
kde wy je skuténd aktivacek. neuronu ve vystupni vrsty
a je parametr &eni; sniZzuje svou velikostdase (0,5< < 0,8);
Yk je atekavand aktivacd. neuronu ve vystupni vrstv

Aktivace neuron vnitini vrstvy definujeme nasledodn

, = 1 pokudj=1J
110 jinak.

Adaptani pravidlo pro vahové hodnoty na spojenich meaitni a
vystupni vrstvou pepiSeme do tvaru delta pravidlaGrpssbergovo
adapta’ni pravidlo:

W, (nev) = v, + a;.( - Wk)'

Adaptaéni algoritmus [2]:

Krok 0. Inicializace vSech vahovych hodnot, pararinetfeni, atd.
Krok 1. Pokud neni spina podminka ukatenil. fazeadaptace,
provadt kroky 2 az 7.
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Krok 2. Pro kazdy vstupni vektox = (xi,...,%)
opakovat kroky 3 az 5.

Krok 3. Aktivovat vstupni vrstvu vektorenx.
Krok 4. Najit vittze kompetice ve vriti
vrstwe, ozn&it jeho index J.
Krok 5. Aktualizace vahovych hodnot na spojenich
vedoucich k neurony; , tj. pro vSechna
(i= n plati:
IJ(nevx) (1-a)y,(old+a x
Krok 6. Snizit hodnotu parametrienia.
Krok 7. Test podminky ukateni 1. faze.
Krok 8. Pokud neni spina podminka ukaieni2. fazeadaptace,

provadt kroky 9 - 15.
(Poznamkao ma kkhem celé 2. faze adaptace velmi malou
konstantni hodnotu.)
Krok 9. Pro kazdy tréninkovy vstupni par vekior
Xy, (X = X1yee%), Y= (V1,...,¥0) ), Opakovat
kroky 10 az 13.
Krok 10. Aktivovat vstupni vrstvu vektorenx;
Aktivovat vystupni vrstvu vektoreny.
Krok 11. Najit vittze kompetice ve vriti
vrstwe, ozndit jeho index J.
Krok 12. Aktualizace vahovych hodnot na
spojenich ze vstupni vrstvy do neuronu
Z; (a je velmi malé), tj. pro vSechna
(i=1,.,n plati:
vi;(new=(1-a)y,(old +a x
Krok 13. Aktualizace vahovych hodnot na
spojenich vedoucich z neuromdy do
vystupni vrstvy,
tj. pro vSechn& (k = 1,..., m plati:

w,, (new =(1- g w,( olg+ ay,

Krok 14. Snizit hodnotu parametrienia.
Krok 15. Test podminky ukateni 2. faze.

Shiime nyni statistické vlastnosti nané si: Diky samoorganizanimu
uceni s vyuzitim lokalni pa#ti aproximuji vektory v  hustotu
pravdpodobnosti vzar. Vime, Ze neurony ve druhé vrstmaji stejnou
pravdépodobnost viizstvi v kompetici, za iedpokladu, Ze vybirame
vstupy nahod& s rozloZzenim odpovidajicim tréninkové mnazibale
vahy vystupnich neurdn jsou adaptovany tak, aby aproximovaly
praimérnou vystupni hodnotu péti t©m vstumm, které aktivovaly
odpovidajici neurony ve druhé vrstv
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Pouzivame-li s7 typu counterpropagation k aproximovanéjakého
zobrazeni, f:R" - R" , chovd se optimén v tom smyslu, Ze
reprezentanti vstupjsou zvoleni tak, aby #fi stejnou pravépodobnost
vybéru a vystupni hodnotyipdstavuji pimér funkénich hodnot v okoli
téchto reprezentat

Nespornou vyhodou neuronovéésiypu counterpropagation je rychlost
jeji adaptace, nevyhodou pak je mengéspost odezvy ve srovhanim
s metodou backpropagation.

M s

- Grossbergovy jednotky ,instar,
- Grossbergovo adagtai pravidlo,

Ukoly a otazky k textu:

Srovnejte feSeni logické funkce ,XOR" standardnim ad&pien
algoritmem vicevrstvé neuronové &sitbackpropagation) a adaptém
algoritmem modelu counterpropagation.
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asociativni par

heteroasociativni paen

8 HOPFIELDOVASIT

Cil:

Po prostudovani této kapitoly budete seznameni:
- s modelem Hopfieldovy sit
- s principy adaptace diskrétni Hopfieldovygsit
- s energetickou funkci Hopfieldovy &it

Model Hopfieldovy sétvychazi z iteréni autoasociativni padti. Proto se
nejprve dkladre seznamime asociativnimi pétmi neuronovych siti.
V zavru kapitoly pak bude uveden model diskrétni i $@djiopfieldovy
site.

8.1 Asociativnhi neuronové sié

£ v

Organiz&ni i aktivni dynamika asociativni 8ije tén&t identick4 jako
u modeluMadaline Jediny rozdil spfiva v tom, Ze linearni asociativnt’si
v aktivnim rezimu misto afinnich kombinacigit@ jen linearni kombinace
vstupi, tj. nema formalni jednotkovy vstup rasini odpovidajici biasy
jsou nulové. V geometrické interpretaci to znameri& Fislusné
nadroviny odpovidajici vystupnim neuton sit prochazi poatkem.
Asociativni pardti neuronovych siti jsou sijtve kterych jsou vahové
hodnoty determinovany takovym igobem, aby si sitbyly schopny
zapamatovat mnozinlP asociovanych vzér Kazdou asociaci two par
vektori (s(p), t(p)), kdep =1, 2,..., B. Kazdy vektors(p) obsahuje n
komponent a kazdy vektaip) obsahujem komponent. Vahové hodnoty
na gislusnych spojich mohou byt nalezeny hapebbovym adaptaim
pravidlem pro asociované neuronove&.sBlovre jej lze vyjadit takto:
zména synaptické vahy spoje mezi édva neurony je umrna jejich
souhlasné aktivit tj. sowinu jejich staw (opana aktivita tuto vazbu
zeslabuje). Linearni asociativni t'sim& schopnost reprodukce
tj. predlozime-li siti vstup (vstupni vektorx ), pak na # odpovi
poZzadovanym vystupem (vystupni vektgy. Vstupni vektorx miaze byt
bud’ vektorem z tréninkové mnoziny, nebo jinym vektorém vektorem
z tréninkové mnoziny obsahujici Sum).

Architektura heteroasociativni pé&th neuronové s# je zobrazena na
obrazku 26. Jeji adaptace probiha podle Hebbovatad#o pravidla pro
asociativni neuronove 8it
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vstupni neurony vystupni neurony

Obrazek 26: Architektura heteroasociativni pairmeuronové sit

Hebbovo adapténi pravidlo pro asociativni neuronoveé éife nejlezngjsi
metodou pro stanoveni vahovych hodnot na spojichi peelnotlivymi
neurony. Pracuje s vektory, které jsou zapsényna&rbi i bipolarni
reprezentaci. Jeho algoritmus probiha v nasledtyjikfocich. Algoritmus
neni vhodny pro ddpdné neuronové it které adaptujeme metodou
backpropagation.

Hebbovo adaptani pravidlo pro asociativni neuronove si [2]:

Krok 0. Inicializace vSech vahovych hodnat =0, {=1,...,n;
j=1,..m.
Krok 1. Pro kazdy testovaci vzor, tj. tréninkovy psif, opakovat
kroky (2 az 4).
Krok 2. Inicializovatvrstvu X vngjSim vstupnim
vektorem.
X=s,(i=1,..,n.
Krok 3. Inicializovatvrstvu YvngjSim vstupnim
vektorem..
yi=t,(0=1,..m.
Krok 4. Nastavit vahoveé hodnoty#£ 1,...,n;
j=1,...m);

w; (new = w( old + xy.

Cely algoritmus pepiSeme jedtnazorrgjSim zpisobem:

Nejprve inicializujeme vSechny va&hové hodnotyislem O,
ti.w; =0, {=1,...,n;j=1,..n). Vstupni vektors = (s, ..., $, ..., $) tvori
sloupcovou maticB typu n x 1, tj S = S. Asociovany vystupni vektor
t= (t, ..., §, ..., tn) tvorii fadkovou maticiT typu 1 x m, tj T = t.
Souin obou maticS a T pak tvdi vahovou matici, ve které jsou uloZzeny
informace o asociovaném paru vekitsrt.
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Jelikoz budeme dale pracovat® vzory, musi byt i ve vahové matici
uloZené informace ® asociovanych vektorects(p):t(p), p =1, 2,..., P,

kdes(p) = (si(p), ..., HP), ..., 8(P) at(p) = (ts(p), ..., 1(P), = t(p)). Tyto
vektory tvdi vahovou matici W = {wij}, . w;, :Zs(p) tj( Q

kterd ma ve vektorové reprezentaci tvar:

W:pZ:sT(p)t(p).

Nyni miZzeme pistoupit k popisu algoritmu heteroasociativni @ém
ktery nalezne pro kazdy vstupni vektor vhodny vystupni vektory.
Vstupni vektor x maZze byt, jak jiz bylo uvedeno, Hu jednim
Z nakenych vzo#i, nebo novym vzorem (n&p tréninkovym vzorem
obsahujicim SumHeteroasociativni pagn neni iterani.

Adaptaéni algoritmus heteroasociativni paniti [2]:

Krok 0. Inicializace vSech vahovych hodnag;, (= 1,...,n;
j=1,...m podle Hebbova pravidla adaptace pro asociativni
Site.
Krok 1. Pro vstupni vektox = (xg, ..., X, ..., %) opakovat kroky (2
az 4).
Krok 2. Inicializovatvrstvu Xdanym vstupnim
vektorem.
Krok 3. Vypocitat potencial vystupnich neuribn

y_in, :Zx w;,(0=1,.,m.
Krok 4a. Vypo(:itatI aktivaci vystupnich neurén
1 pokudy_in; >0
y; =90 pokudy_in, =0
—1 pokudy_in; <0,

pro bipolarni reprezentaci (pr#&h= 0).
Krok 4b. Vypocitat aktivaci vystupnich neurén

1 pokudy_in; >0
Yi=lo pokudy_in, <0,

pro binarni reprezentaci(prah= 0).
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Dopredné  autoasociativni neuronové ¢sisou specialnim ifpadem  gt0asociativni paer’
heteroasociativnich siti. Pro autoasociativng $#ou oba tréninkove

vektory (tj. vstupni vektors a vystupni vektort) identické. KaZdou

asociaci proto tvid par vektot s(p):s(p), kdep =1, 2,..., P. Kazdy

vektor s(p) obsahuje n komponent. Vahové hodnoty na&igusnych

spojich jsou rovéZ nastaveny Hebbovym adaf@tén pravidlem pro

asociativni neuronové 8ifpti reSeni uloh jsou dosahovany lepsi vysledky

s vektory pracujici s bipolarni reprezentaci nexeldory pracujici

v binarni reprezentaci).

Priklad:
PopiSeme proces uloZeni jednoho vzoru reprezerdébeavektorem
s=(1, 1, 1, -1) v autoasociativni pétira pak jeho nasledné vybaveni.

AR

NV

Krok 0. Vektors=(1, 1, 1, -1) je uloZen ve vahové matici
1 1 1-1
W= 1 1 1-1
1101 1 -1
-1 -1-1 1
Krok 1. Pro vstupni vektos =(1, 1, 1, -1).
Krok 2. X =(1,1,1,-1).
Krok 3. y in =(4,4,4,-4).
Krok 4a. y =14, 4,4,-4) = (1, 1,1, -1).

Vidime, Ze vektory je totoZny s vektorens. Lze tedyfici, Ze na vstup
byl dodan vektor z tréninkové mnoziny.

Specialnim fipadem autoasociativni neuronové &sife iterativni iterativni
autoasociativni $i Z nasledujiciho igkladu uvidime, Ze 8iv uritém autoasociativni padt
piipadt nereaguje mo na vstupni signal naenym vystupem. Pokud

vstupni signal neni totoZzny s ri@mym vzorem, ale liSi se odjrpouze

v tom smyslu, ze misto +1 nebo -1 obsahujepoiom Ize vystupni

hodnoty ze sé& opit povaZzovat za jeji vstupni signal, atd. PoZadovany

vystupni signal pak dostaneme poitém pgatu iteraci.

)

Priklad:
M¢me v autoasociativni pa¥ti uloZzen jeden vzor reprezentovany
vektorems=(1, 1, 1, -1). Vahova matice ma tvar (v autoasanich

viv s
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vahovou matici s nulami na hlavni diagonale, aizdonelo vliv na dalsi
feSeni ulohy):
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O 1 1-1

W e 1 0 1-1
11 1 o0 -1
-1 -1 -1 0

Vstupni vektors =(1, 0, 0, 0) je fipad vektoru, ve kterém jsou na rozdil od
naweného vzoru nahrazenii feho komponenty nulami. Itefai proces
pak s timto vektorem probiha nasledé&vn
Vstupni vektor s=(1, 0, 0, 0):
(1,0,0,0wW=(0,1,1,-1)- iterace
0,1,1,-1W=(3,2,2,-2) - (1,1,1,-1),
coz je ulozeny vzor. Pokud je tedy na vstupu vekigrO, 0, 0), tak po
dvou iteracich bude na vystupu vektor (1, 1, 1, -1)

8.2 Diskrétni Hopfieldova si’

Win

Obrazek 27: Model diskrétni Hopfieldovyesit

Diskrétni Hopfieldova sise pouziva jako itetai autoasociativni pagt.
Autorem této neuronové &ife John Hopfield, ktery se zabyval studiem
neurori podobnych perceptrdm. Model Hopfieldovy neuronové &ite
zaloZen na vyuZiti energetické funkce svazané sonewuou siti tak, jak je
to bézné u fyzikalnich systén Organizéni dynamika diskrétni
Hopfieldovy si¥ specifikuje Uplnou topologii cyklické neuronovéess n
neurony, kde kazdy neuron v siti je spojen se v&statnimi neurony it

tj. m& vSechny neurony za své vstupy. Olgaati, Ze nize byt spojen i
sam se sebou. VSechny neurony v siti jsou tedweangstupni i vystupni.
Architektura Hopfieldovy sé je znazorsina na obrazku 27. Kazdy spoj
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v siti mezi neuronemi (i=1,..,0 a neuronemj (=1,...0 je
ohodnocen celiselnymi synaptickymi vahami w; a w;, které jsou
symetrické, tjw; =w;. V zakladnim modelu plati, Ze zadny neuron neni
spojen sam se sebou, tj. odpovidajici valgy=0 (=1, ..., jsou
nulové.

Hlavni mysSlenka adaptace Hopfieldova modeluc¢sgp v tom, Ze jsou princip adaptace
nejprve inicializovany vsechny neuronyésioud binarnimi hodnotami yiskrétni Hopfieldovy sit
{0, 1} nebo bipolarnimi hodnotan{i-1,+1}. Vzhledem k tomu, Ze jsou

vSechny neurony navzajem propojeny¢rgau se ovliviovat. To znamena,

Ze jeden neuron se snaZi ostatni neurony excittwatzdil od jiného,

ktery se snazi o opaé. Probiha cyklus postupnych @amexcitaci neurain

az do okamziku nalezeni kompromisut: iglaxovala do stabilniho stavu.

Jinymi slovy vystupy pedchoziho kroku se staly novymi vstupy

souwasného kroku. Tento proces je vitditelny nasledujicim algoritmem:

tréninkové vzory nejsou v Hopfielddvsiti ulozeny pimo, ale jsou

reprezentovany pomoci vziamezi stavy neuran

Prvni popis adaptaiho algoritmu Hopfieldovy sitpochazi z roku 1982 a
pouziva binarni hodnoty pro excitace neuroRoZzadovana funkce &ie
specifikovana tréninkovou mnozinol® vzormi s(p), p=1, ..., B zZ nichz
kazdy je zadan vektorerm binarnich stafr vstupnich resp. vystupnich
neuror, které v gipadt autoasociativni pa#é splyvaiji:

{p)=(s(P - s( B s B

potom je vahova matic®/ = {w;} dana nasledujicim vztahem:

vvij=zp:[2$(@—]][2§(9—1 pro i# j

Jiny popis adaptaiho algoritmu Hopfieldovy sitpochazi z roku 1984 a
pracuje s bipolarnimi hodnotami pro excitace netir&oZadovana funkce
sitt je rovrez specifikovdna tréninkovou mnozZinouP vzori  s(p),
p=1,.. B znichz kazdy je zadan vektoremn bipolarnich stai
vstupnich resp. vystupnich neutghkteré v pipad autoasociativni pa#t

splyvaiji:
{0)=(s(8.5( B B

potom je vahova matic®/ = {w;} dana nasledujicim vztahem:

w=25(0(p  pro @]

69



P4
AN

Adaptaéni algoritmus Hopfieldovy sit [2]:
Krok 0. Inicializace vah, tj. zapamatovani véor
Pouzitim Hebbova adaptaiho pravidla pro asociované
Site.
Dokud sf nezrelaxovala do stabilniho stavu, opakovat
kroky (1 az 7).
Krok 1. Pro kazdy vstupni vektor, opakovat kroky (2 az 6).
Krok 2. Inicializace si vn¢jSim vstupnim vektorerx:
y, =x, (i=1....n)
Krok 3. Pro kazdy neurorY; opakovat kroky (4 az 6).
(Neurony jsou uspg@dany nahod)
Krok 4 Vypocitat vnittni potencial neuronu:

y_in=x+> yw.
j
Krok 5 Stanoveni vystupu neuronu Ize chapat jako

aplikaci aktiv&ni funkce:
1 pokudy_in >6,

Yi =1Y; pokudy_in =6,
0 pokudy_in <@, .
Krok 6 Transport hodnoty; ostatnim neuraim.
(Takto budeme aktualizovat hodnoty
aktivatniho vektoru.)
Krok 7. Test konvergence.

Prahova hodnotd je obvykle nulova. Aktualizace neuroprobihaji sice
v nahodném p@adi, ale musi byt provédy stejnou pkimérnou rychlosti.

Priklad:
Pomoci diskrétniho Hopfieldova modelucete, zda je vstupni vektor
Lhaucenym* vzorem (tj. byl satasti trénovaci mnoziny).

Krok 0. Vahova matice pro zapamatovani vektoru (1, 1, {pi@pis
vektoru do bipolarni reprezentace (1, 1, 1, -1 f)twar:
0O 1 1 -1
1 0 1 -1
W =
1 1 0 -1
-1 -1 -1 O
Krok 1. Vstupni vektor jex = (0, 0, 1, 0).
Pro tento vektor opakovat kroky (2 az 6).
Krok 2. y=(0,0,1,0).
Krok 3. Vybrat Y; a aktualizovat jeho aktivaci:

Krok 4 y_in=x,+> yw,=0+1
j

Krok 5 y in>0 - y; =1.
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Krok 6 y=(1,0,1,0).
Krok 3. Vybrat Y, a aktualizovat jeho aktivaci:

Krok4 y_in, =x,+Y y,w,=0+(-2).
j

Krok 5 y in<0 - y;=0.
Krok 6 y=(1,0,1,0).
Krok 3. Vybrat Y3 a aktualizovat jeho aktivaci:
Krok 4 y_ing=x;+ > yw,=1+1
J
Krok 5 y in>0 - y;=1.
Krok 6 y=(1,0,1,0).
Krok 3. Vybrat Y, a aktualizovat jeho aktivaci:
Krok 4 y_in, =X, + > y,W,=0+2
J
Krok 5 y in>0 - y,=1.
Krok 6 y=(1,1,1,0).
Krok 7. Test konvergence.

Aktivace kazdého neuronu byla aktualizovana alg@smminou khem
celého vypotu. Vstupni vektor konverguje k ulozenému vzoru

K lepSimu pochopeni aktivni dynamiky Hopfieldovigdiyla Hopfieldem, funkce energie
v analogii s fyzikalnimi &i definovana tzv.energeticka funkc& sit,
kterd kazdému stavu &ipiitazuje jeho potencialni energii. Energetick..
funkce je tedy funkce, ktera je zdola oheama a pro dany stav systému je
nerostouci. V teorii neuronovych siti sewvem systémrozumi mnoZzina
aktivaci vSech neurdn Pokud je jiz tato energeticka funkce nalezena,
bude s konvergovat ke stabilni mnoZinaktivaci neurofh v daném
casovém okamziku. Energeticka funkce pro diskrétopfi¢ldovu sf je
dana nasledown

E=-05 2 vyw -2 xy+24ay.

i#£] ] i i

Z definice energetické funkce vyplyva, Ze stavy sinizkou energii maji
nejvétsi stabilitu. Pokud se aktivaceésnmeni o A4y , zmena energie je
pak dana nasledo¥n

AE={Zijj tx-6 }Ay-
j
Vztah zavisi na skuteosti, ze v danéndasovém okamziku fize svou

aktivaci aktualizovat vzdy pouze jeden neuro®.dityni uvazujme dva
piipady, které mohou nastati gmeéné dy; v aktivaci neuront;.; 4y; je

kladné, pokud je i vyra{z YW +>§—49i} kladny ady, je zaporné,
j

pokud je tentyZ vyraz zaporny. V obotigadech jedE<O, tj. energie
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nemize fist. ProtoZe je energeticka funkce ohéan@, si musi dosdhnout
stabilniho stavu (tj. energie se v nasledujiciehaitich jiz nerni).

Hopfieldova sf ma ve srovnéni s vicevrstvou siti adaptovandicim
algoritmem backpropagation apey charakter aktivni a adaptivni
dynamiky. Zatimco adaptace Hopfieldovyésitodle Hebbova zéakona je
jednorazovou zalezitosti, jejiz trvani zavisi jea patu tréninkovych
vzori, wici algoritmus backpropagation realizuje iterativpfoces
minimalizujici chybu sit gradientni metodou bez zaruky konvergence. Na
druhou stranu délka trvani aktivni faze vicevrssi je dana pouze
poétem vrstev, zatimco aktivni rezim Hopfieldovy ésipredstavuje
iterativni proces minimalizujici energii &itliskrétni variantou gradientni
metody s nejistou konvergenci. Cilem adaptace ldjufiy si¢ podle
Hebbova zakona je nalezeni takové konfigurace, &lmkce si¢

v aktivnim reZimu realizovala autoasociativni gdnTo znamena: bude-li
vstup si¢ blizky ngjakému tréninkovému vzoru, vystupésity mel potom
odpovidat tomuto vzoru. Z hlediska energie by kadginkovy vzor nil
byt lokalnim minimem energetické funkce, tj. stabih stavem st
V jeho blizkém okoli, v tzvoblasti atrakce se nachazi vSechny vstupy
blizké tomuto vzoru. Tyfedstavuji pdateni stavy si, ze kterych seip
minimalizaci energetické funkce v aktivnim reZimir slostane do
prislusného minima, tj. stabilniho stavu odpovidhpciuvazovanému
tréninkovému vzoru. Geometricky se tedy energetjgk&ha rozpada na
oblasti atrakce lokalnich minim &ipluSna funkce Hopfieldovy sipriradi

v aktivnim rezimu ke kazdému vstupu naleZejicimuotidasti atrakce
n¢jakého lokalniho minima prévtoto minimum. B uceni Hopfieldovy
sit podle Hebbova zakona pro asociativngé samovolg vznikaji na
energetické ploSe lokalni minima, tzmepravé vzory(fantomy, které
neodpovidaji Zadnym tréninkovym viar. Vystup si& pro vstup
dostaten¢ blizky takovému fantomu neodpovida zadnému vzartydiz
nedava Zzadny smysl. Existuji varianty adaptivniaigiky Hopfieldovy
Site, pri nichz se takto vzniklé fantomy mohou dodateodit.

Hopfield experimentakhnalezl, Ze péet binarnich vzar, ktery mize byt
zapamatovan a eéfvré vyvolan s pozadovanouigsnosti, je dan
priblizné P =0,15n,kde n je paet neurof v siti. Pro si pracujici
s bipolarnimi vzory byl odvozen obdobny vztah:

kapacite
Hopfieldovy pardti

n
2log, n’

| kdyZz se v praxi ukazuje, Ze uvedené teoretickBadg jsou po&kud
nadhodnocené,ipsto zakladni model Hopfieldovy autoasociativni gam
ma diky své malé kapagitspiSe teoreticky vyznam. V literdéu presto
existuje mnoho modifikaci tohoto modelu, které seaz$ uvedeny
nedostatek odstranit.

Spojita Hopfieldova $ije prikladem modelu, u kterého j‘spojité Hopfieldova i
vyvoj redlného stavu v aktivnim reZimu nejen spojit
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funkci vnitniho potencialu, ale navic i spojitou funké&asu. Aktivni
dynamika je v takovych ifpadech obvykle zadana diferenciélni rovnici,
jejiz teSeni nelze explicitn vyjadit, proto tyto modely (pokud
nepracujeme s jejich diskrétni verzi) nejsou vhogwé analogovou
hardwarovou implementaci pomoci elektrickych ohioBrotoze spojita
Hopfieldova sf je modifikaci diskrétni Hopfieldovy sitjsou také spojeni
mezi libovolnymi déma neurony oboustmé a roviz i vahové hodnoty
na €chto spojenich jsou symetrické. Spojitd Hopfield®sia miuze byt
pouZzita bd’ jako autoasociativni paftf(stejre jako diskrétni Hopfieldova
sit), nebo kieSeni optimalizanich probléni zadanych formou
omezujicich podminek. Mezi takto zadané ulohytipag@. problém
obchodniho cestujicihoPrincip hledani lokalniho minima energetické
funkce Hopfieldovy si je v této Uloze vyuZitelny zcela jinym {gpbem
nez bylo zatim uvedenoDok&Zzeme-li formulovat omezenicjaké
optimaliza’ni ulohy ve formd energetické funkce neuronovéeésipak
proces jeji relaxace povede k naleze#litarého z optimalnichi alespai
suboptimalnich/eSeni. Ve srovnani z fedchozim tedy nefiieme <
adaptovat na zakladprvka trénovaci mnoziny, ale stanovime vahy na
zéklad porovnani obeaghdefinované funkce energie Hopfieldovyésé
energetické funkce vyjddjici naSe omezujici podminky. Tento proces
probihd v adaptivnim rezim &itV aktivnim reZimu potom hleda t'si
piipustné&eseni daného problému [2].

M s

- heteroasociativni pa#j;
- autoasociativni pad;

- diskrétni Hopfieldova §j
- spojita Hopfieldova s$i

- proces relaxace,

- energetickd funkce sit

Ukoly a otazky k textu:

Dukladre si jeS€ jednou prostudujte adaptaci Hopfieldovyesftrcetre
oboureSenych fkladi). V dalSi kapitole budeme na ni navazovat!
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diskrétni BAN

9 DVOUSMERNA ASOCIATIVNI PAM ET

Cil:
Po prostudovani této kapitoly budete seznameni:

- s diskrétnim modelem dvougmé asociativni pati;
- se spojitym modelem dvousmmé asociativni pati.

Dvousngrna asociativni pary (BAM angl. Bidirectional Associative
Memory) je variantou heteroasociativni rekurentnéuronové sét
Autoremrady publikaci toto téma jeredevsim B.Kosko a C.Guest.

H

Wim Wnm

D .. @
T '\‘\Wil WlizT RWni

Wi j

Wi1 Wit

)

Obrazek 28: Dvouse#nna asociativni pamy.

()

Dvousn®rna asociativni past si v adaptivhim reZimu zapamatuje
mnozinu asociovanych vzbljako sumaci bipolarnich korelaich matic
(typum, n pro kazdy zapamatovany vzoBtruktura BAM je dana ani
vrstvami neurof (vrstva X obsahujen neurori a vrstvaY obsahujem
neuror), které jsou vzajemnuplneé propojeny oboussmnymi vazbami
(viz obrazek 28). Jestlize vahova matice pro sigrasportovany vrstvou
X do vrstvyY je W, pak vahova matice pro signal transportovany onsi
do vrstvyX je W'. Aktivni rezim BAM probiha tak, Ze si neurony obou
vrstev neustéle posilaji mezi sebou signal (tgnwd snéry), az vSechny
neurony dosdhnou rovnovazny stav (tj. aktivaceeseeni bchem rékolika
kroka). Existuji #i zakladni varianty BAM - binarni, bipolarni a sipaj

Ok¢ formy BAM (tj. binarni i bipolarni) jsou velmiftfbuzné. V kazdé
Z nich Ize vahové hodnoty nalézt ze sumace aktich hodnot neuran
odpovidajicich si tréninkovych pér Aktivacni funkce je skokova
S moznosti nenulového prahu.
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Vytva‘eni vahové matice vAhova matice pro zapamatovani mnoZziny
vstupnich a odpovidajicich vystupnich velkt&t) : t(p), p =1, ..., Pkde

{0)=(5(Brs Drons( B @ (D)= ({0t (8t(9)

muze byt determinovana Hebbovym pravidlem pro as@eévsié. Zapis
vyslednych hodnot pro vahovou maticW zavisi na tom, jestli je
tréninkovy vektor binarni nebo bipolarni. Pro bmavstupni vektory je
vahova matice W = {w;} tvofena prvky, které jsou definovany
nasledujicim vztahem:

w = (2s(A-21(9- 4

Pro bipolarni vstupni vektor je vdhova mathé= {w;} tvofena prvky,
které jsou definovany nasledujicim vztahem:

W :Zp‘,s(@ 'i(F)

Aktiva¢ni funkci pro diskrétni BAMje odpovidajici skokova funkce, ktera
zavisi na kédovani tréninkovych vekiolProbinarni vstupni vektory ma
aktivatni funkce pro vrstviy tvar:

1 pokudy_in; >0

Y; =1Y; pokud y_in; =0

0 pokudy_in; <0,

a aktivani funkce pro vrstviX ma tvar:

1 pokud x_in >0
X, =<%; pokud x_in =0
0 pokud x_in, <O.

Probipolarni vstupni vektory ma aktivai funkce pro vrstviy tvar:

1 pokudy_in; >0,
y; =1Y; pokudy_in, =6,

-1 pokudy_in, <8,
a aktivani funkce pro vrstviX ma tvar:

1 pokud x_in, >6,
X, =% pokud x_in =6,
-1 pokud x_in, <6,
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Adaptaéni algoritmus BAM:

Krok 0. Inicializace vah, tj. zapamatovami vzon.
Krok 1. Pro kazdy testovaci vzor opakovat kroky (2 az 6).

Krok 2a. Inicializovatvrstvu X vn¢jSim vstupnim vektorer.
(. nastavit aktivace neurérve vrst¥ X hodnotami
vektorux)

Krok 2b. Inicializovatvrstvu YvngjSim vstupnim vektorem
(Jeden ze dvou vstupnich vektanusi byt nulovy
vektor.)

Krok 3. Pokud aktivace neurdmekonverguji, opakovat
kroky (4 aZ 6).

Krok 4. Aktualizovat aktivace neurdrve vrste Y.
Vypocitat vnittni potencial neuronu:

y_in, = z WX,

Vypocitat aktivace neuran
y; = f(y_inj).
Transportovat signal vrsiwx.

Krok 5. Aktualizovat aktivace neurdinve vrstg X.
Vypocitat vnitrni potencial neuronu:

x_in =) w,y.
j

Vypocitat aktivace neuran
x, = f(x_in).
Transportovat signél vrsiw.

Krok 6. Test konvergence.
Pokud aktivace vektarx ay doséhly
rovnovazného stavu, pak stop; jinak
pokratovat.

Priklad:

Nacrtnéme nyni moznosti pouziti diskrétni &itBAM s bipolarnim
kédovanim vektar, kterA mapuje dva jednoduché znaky nasledujicim
zpisobem:

4 L # #
4 . # #
4 # # #
4 . # # .
4 . # 4 #
(-1. 1) @, 1)

Vahové matice jsou potom vyjéhy takto:
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A--1,1) (C-1,1) W, oba vzory)

1 -1 -1 -1 0 -2]
-1 1 1 1 0 2
1 -1 1 1 2 0
-1 1 1 1 0 2
1 -1 -1 -1 0 -2
-1 1 -1 -1 -2 0
-1 1 1 1 0 2
-1 1 -1 -1 -2 0
-1 1 -1 -1 -2 0
-1 1 1 1 0 2
1 -1 -1 -1 0 -2
-1 1 -1 -1 -2 0
-1 1 -1 -1 -2 0
1 -1 1 1 1 0
-1 1 | 1 1] | 0 2

Nyni o¥rime spravnost zapamatovani obou vstupnichivzor

VSTUPNI VZORA:
((11-11-111111-111-1W=(-14,16)- (-1, 1).

VSTUPNI VZORC:
((1111-1-11-1-11-1-1-11W=(14,18)- (1, 1).

Dale ukdzeme, Ze i vrstva Y uze byt pouzita jako vstupni vrstva.
Vahovou maticiW musime pro tento¢él transponovat, tj.

w=f0020 0-20-2-20 0-2-22
-2 2 02-2 02 0 02-2 0 0O

Pro vstupni vektor asociovany se vzorang-1, 1)x W' =

(_1])OOZO 0-2 0-2-20 0-2-2 2
712 2 02-2 02 O 02-2 0 0O

=(22 22 222222-=222 -22
(11 -11-111111-111 -11)

COZ je vzOIA.
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Pro vstupni vektor asociovany se vzorém(l, 1)x W' =

(11)0020 0-2 0-2-2 0 0-2-2 2
/-2 2 02-2 02 0 02-2 0 00O
2
1

=(2222-2-22-2-22-2-2-222
~(1111-1-11-1-11-1-1-11 1)
coZ je vzorC.

Informace o obou vzorech jsou uloZzeny ve vahovécimat St je tedy
ukorvila fazi adaptace a jerpravena k aktivni fazi.

o Spojita dvousrérna asociativni pagti transformuje pouzitim sigmoidni
spojita BAN  gitivasni funkce hladky a spojity vstupni signal z intéavd,1] na signal
vystupni. Pro binarni vstupni vektosft) : t(p), p =1, ..., Pjsou vahové

Mz

hodnoty determinovany jiZzitve uvedenym vztahem
w =2 (25(9-9(24(9- 9.
p
Aktiva¢ni funkce je logisticka sigmoida

0= ey

kde y_inj=bj+Z>§vyj :

Analogické vztahy Ize odvodit i pro neurony ve visX.

. , Kapacita paréti BAM je velmi omezena. Kosko odhadl, Ze jeji nragini
kapacita pardti BAM velikost je min(n, m) kden je paset neuroi ve vrst& X am je paet
neurori ve vrst¥ Y. Snahou saotasného vyzkumu a vyvoje je zdokonalit
BAM tak, aby toto omezeni bylo redukovano na makiméoznou miru
a aby bylo mozné ptnvyuzit tak moznosti modelu neuronové sit

e

NejdilezitéjSi probrané pojmy:

- dvousngrna asociativni past

2 : - kapacita parti BAM.
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Ukoly a otazky k textu:

Pouzijte diskrétni si BAM, ktera mapuje it jednoduché znaky
nasledujicim zfisobem:

. H. H.# HH#H
HH#E#H . #. H.#
# H.# HH#H

(11-1111-11-1) (1-11-11-11-11) 1@ 1-11111).

Korespondereni ukol:

Vytvoite pa@itacovy program pro realizaci adaptaho algoritmu diskrétni
sitt BAM.
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10 POSTAVENI NEURONOVYCH SITi V INFORMATICE

Cil:

Po prostudovani této kapitoly budete seznameni:
- aplikacemi neuronovych siti;
- implementacemi neuronovych siti;
- principy neuropgitacu.

V této zé&wrecné kapitole se postupnzamyslime nad/emi tématy:
(1) neuronové séta von neumanovska architekturacfiace; (2) aplikace
neuronovych siti a (3) implementace neuronovyéla sieuropditace.

10.1 Neuronoveé si& a von neumanovska architektura pditace

Text kapitoly je pevazr prevzat z [6]. V jistém smyslu neuronovéésit
predstavuji univerzalni vygetni prostedek, a tedy maji stejnou
vypotetni  silu jako klasické @ftace nap. von neumannovské
architektury. Tato jejich vlastnost by vzhledemxiseenci stovekiznych
univerzalnich vypeetnich modei nebyla tak vyjiména. Hlavni vyhodou
a zarové odlisnosti neuronovych siti od klasické von neumoaskeée
architektury je jejich schopnostc¢itt se. Pozadovanou funkci &it
neprogramujeme tak, Ze bychom popsalespy postup vypau jeji
funkéni hodnoty, ale gisama abstrahuje a zoliege charakter funkce
v adaptivnim reZzimu procesuceni ze vzorovych iikladi. V tomto
smyslu neuronova spiripomina inteligenctlovéka, ktery ziskava mnohé
své znalosti a dovednosti ze zkuSenosti, kterounani ve ¥tSine pripad
schopen formulovat analyticky podl&giusnych pravideti algoritmu.

V néasledujicim vykladu uveduékolik motivatnich giklada, které nam
pomohou tento fenomén pochopit. Typickyrfikiladem je balancovani
ty¢e na koditi. Byla sestrojena neuronov&’ skterd dokazala napodobit
dovednost cirkusového klauna, ktery na svém nosiekdst ve vertikalni
poloze. Ri vlastnim experimentu byl pouzit speciélni vozilg kterém
bylo koSt voln¢ upevréno (pro jednoduchost v jedné ro¥)ntak, Zze by
bez zachyceni spadlo. Neuronovass Wila nejprve na zakladodchylky
(Uhlu) kostte od vertikalni polohy a pozpl od filtrovaného obrazu
nasady kos$te snimaného kamerou ¢itr posuv voziku (v jedné ifmé
draze) tak, aby koStnespadlo. Tréninkové vzory pro jeji adaptaci, kde
vstup odpovidal filtrovanému obrazu k&sta vystup posuvu voziku, byly
ziskany od demonstratoraf(pzpomalené p&tacové simulaci), ktery
néjaky ¢as pohyboval vozikem tak, aby ké®sespadlo. Péase neuronova
sit sama usgsne prevzala jeho ulohtiizeni (jiz skuténého) voziku. | zde
by bylo mozné teoreticky sestavit diferencidlniniwe pro pohyb voziku,
ale nez by je klasicky @itac von neumannovské architektury regil,
kos€ by pravépodobrg spadlo. Podobnym fikladem popsanym
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v literature je tizeni gitoku latek patebnych ve slozitém vyrobnim
procesu, kde je prakticky nemozné sestavit anélytisodel. V praxi byla
tatocinnost provadna zkuSenym pracovnikem, ktery na zakladormaci

z riznych n#fidel reguloval pomoci pak ifiok jednotlivych latek.
Uvedeny pracovnik neni schopen vyjadprostednictvim pgesnych
pravidel pohyb s regutaimi pakami. | zde byla zapojena neuronowa si
kterA se na zaklad prikladi stawva metidel a odpovidajicich reakci
pracovnika sama po ¢akém case natila regulovat pitok latek.

Z uvedenych pkladi vyplyva, Ze neuronova si modeluje schopnost
cloveka wit se z pikladii dovednostii znalosti, které neni schopéesit
algoritmicky pomoci klasickych g@tact von neumannovskeé architektury,
protoZe chybi analyticky popis nebo jejich analjegiilis slozitd. Tomu
potom odpovidaji oblasti aplikace neuronovych(sit dale), kde klasické
potitate selhavaji. Nap v pripads rozpoznavani pismen si neni mozné
pamatovat vSechny mozné tvary obrazu jednotlivyéémpn. DalSim
ilustraénim prikladem dilezitosti generalizeni schopnosti  lidské
inteligence, je fiprava studenta na zkousSku z matematiky. iégme, Zze
naweni vSech vzorovychifkladi ve sbirce nazpafti bez nalezitého
pochopeni postupieSeni nezatwje UsgsSné slozeni zkouSky. Student
pravdpodobré u zkousky neusfe, pokud nedostane identickyildad ze
sbirky, ale bude mu zadana uloha jen s podobnyntupes reSeni.
Nest&i se totiz nazpadt nawit vzorové giklady, ale je pdeba unit
zobecnit zakonitosti jejickeSeni Schopnost dit se zobetovat je typickou
vlastnosti lidské inteligence. Velkym problémem prhoodnoceni
generalizani schopnosti neuronové &je, Ze neni jasneé, jakym igobem
definovat, co je spravna generalizace. Prozatimmire definovat
(formalizovat), a tedy ani &iit generaliz&ni schopnosti neuronovych siti,
chybi zakladni kritérium, které by rozhodlo, jakédely neuronovych siti
jsou v konkrétnim fipadt dobré,ci lepSi nez jiné apod. Generaknd
schopnosti navrzenych modeheuronovych siti seétsinou ilustruji na
jednotlivych gikladech, které (mozna diky vhodnému &) vykazuji
dobré vlastnosti, ale tyto vlastnosti nelze nijakniélré owefit (dokazat).
Uspsdné aplikace neuronovych siti peseni dlezitych praktickych Gloh,
kde klasické péitace neusply a simulace (velmi zjednodusenych mddel
biologickych neuronovych siti vykazuji prvky podeéblidské inteligenci,
tj. tyto modely vystihuji utité rysy, dilezité pro napodobeni inteligentnich
cinnosti ¢loveka, které poitace von neumannovské architektury
postradaji. Zakladnim rysem biologickych nervovyaysténd je hust
propojena si velkého pdétu vypaietnich prvk (neuror), které samy
patitaji jen jednoduché funkce, coz wipadt matematickych model
neuronovych siti pravgodobré vytvai vypotetni paradigma postajici

k napodobeni inteligentniho chovarBystematickd logika argsnost
klasickych péitaci je u neuronovych siti nahrazena asociaci s ditasti,
kdy se k novému problému ,vybavi“sdruzeny (podobmgrovy piklad
(tréninkovy vzor), ze kterého je zobé&mmm jeho /eSeni. Také misto
explicitni reprezentace dat v patinklasickych pgitaci jsou informace
v neuronovych sitich zakédovany impligitna jednotlivym ¢iselnym
parametiim si€ (krom¢ vstupm a vystum) neni gifazen pesny vyznam.
Zatimco klasické poitace jsou citlivé na chybu a zZma jednoho bitu
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rozpoznavani obrazc

oblastrizeni

muze znamenat celkovy vypadek systémauronové sé jsou robustni
Odebranim &kolika malo neurofh nemusi sinutng ztratit svou funknost,
ale zmisobi to teba jen menSi négsnost vyslednych odpédi. Dale
u klasickych peéitaci von neumannovské architektury je sekirdnbih
programu lokalizovan nappomocicitate instrukci.V neuronovych sitich
je vypa@et distribuovan po celé siéi je paralelni F¥i srovnavani modél
neuronovych siti s klasickou von neumannovskouitaldiarou péitace je
mozné vypozorovat it dvou inteligenci: biologické a rémikove.
Vychodiskem, které fi¥e nalézt v dneSnimigtechnizovaném st SirSi
uplatreni, je symbi6za obourfstupi. MySlenka vytvdit pocitac ke svému
obrazu nabyva v posledni dokonkrétrgjSi podoby.

10.2 Aplikace neuronovych siti

Text kapitoly je pevazr prevzat z [6]. Neuronové siv sowasnosti pat
mezi vyznamnoucast paitacové orientované urié inteligence, kde
zaujali postaveni univerzalniho matematicko-infaiok@ho gFistupu ke
studiu a modelovani prodesuceni. Krong umelé inteligence maji
neuronove sétnezastupitelné uplatni také v kognitivni ¥d¢, lingvistice,
neuro¥de, rizeni proces, piirodnich a spolenskych ¥dach, kde se
pomoci nich modeluji nejen procesyeni a adaptace, ale i Siroké
spektrum #@znych problém klasifikace objekti ataké probléiin fizeni
slozitych piimyslovych systérin Pivodnim cilem vyzkumu neuronovych
siti byla snaha pochopit a modelovatspb, jakym myslime a #gob, jak
funguje lidsky mozek. # vytvaireni modeil umglych neuronovych siti
ndm nejde o vyti@ni identickych kopii lidského mozku, ale
napodobujeme zde pouzekieré jeho zakladni funkce. Neurofyziologie
zde slouZi jen jako zdroj inspiraci a navrzené rhodemélych
neuronovych siti jsou dale rozvijeny bez ohledtionada modeluji lidsky
mozek, ¢i nikoliv. NejvyznammjSi oblasti pouziti ulych neuronovych
siti jsou nasledujici:

Neuronové sé Ize girozenym zisobem pouZzit kozpoznavani obrazic
nag. rozpoznavani znak Obraz jednoho znaku nejprve odseparujeme od
okolniho textu (naip se uki krajni body obrazu) a potom se znormuje,
tj. zobrazi do standardizované matice (nad5x 10 =150) bod.
Jednotlivé body pak odpovidaji vstup neuronové sit které jsou aktivni.
praw kdyz ¢ara v obrazu zasahujéiglusné body. Kazdy vystupni neuron
v siti predstavuje mozny znak, ktery je rozpoznan, prigyZ je tento
neuron aktivni. Tréninkovou mnozZinu lze hapvytvorit piepsanim
néjakého textu, ktery je jiz k dispozici v piteci. Neuronovou s pak Ize
pomoci této mnoziny dit tak dlouho, dokud neni sama schopna
rozpoznavat fislusné znaky. Timto postupemibeme v relativé kratké
dobke docilit spolehlivosti naip 95% spravé rozpoznanych znak
Podobny postup Ize vyuzit napv robotice pro zpracovani vizualnich
informacici pii vyhodnocovani druzicovych snirinkapod.

DalSi moznou oblasti aplikace neuronovych sitizenislozitych z#éizeni
v dynamicky se r@nicich podminkach. V minulé kapitole jsme uvedladv
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motivaini piiklady z této oblasti: balancovani k&gt a regulace fitoku
latek ve slozitém vyrobnim procesu. DalSim demadsim prikladem
fidiciho systému popsaného v litetatye autopilot automobilu, ktery se
Vv patitatové simulaci pohybuje na dvouproudé dalnici spoluaigy
jedoucimi stejnym sgmem. Auto fizené neuronovou siti dovalo na
zakladt vzdalenosti a rychlosti nejblizSich aut v obouzich svou vlastni
rychlost a zminu pruhu. Dé&le neuronovatsiovladala volant podle
zaldiveni dalnice, polohy auta v pruhu a aktualnihouukblantu. Je
zajimavé, Ze neuronov&’ e krond UsgsSnehorizeni vozidla (bez kolizi)
véetns predjizcEni naila i razné zvyky a styl jizdy (n&priskantni rychla
jizda a casté pedjizEni nebo naopak opatrna pomala jizda) podle
fidi¢a - trenéfi, od kterych byly ziskany tréninkové vzory.

Jinou dilezitou aplik&ni oblasti neuronovych siti jpredikce a pip.
naslednéozhodovani Typickymi priklady z této oblasti jsouipdpowd’
pocasi, vyvoj cen akcii na burze, sfeiia elektrické energie apod. Nap
pii meteorologické fedpovdi jsou vstupem neuronové &itodety
zakladnich paramdir (nag. teplota, tlak apod.) Wase a titelem je
skut&ny vyvoj paasi v nasledujicim obdobi. Uvadi se, Zeredpowdi

ORI 4

predikce

Jinym gikladem uplatani neuronovych siti janalyza signdl jako nap.

EKG, EEG apod. Spojity signél je vzorkovan ve stefncasovych analyza signal
intervalech a &kolik poslednich diskrétnich hodnot Ur@vsignalu slouZzi

jako vstup do nap dvouvrstvé neuronové &itNawtena neuronova sie

schopna identifikovat specificky tvar signalu, Kteje dilezity pro

diagnostiku. Nap neuronova sis topologii 40 - 17 - 1 byla pouzita pro

klasifikaci EEG signdl se specifickymo-rytmy.

DalSi oblasti aplikace neuronovych siti transformace signal jehoz
piikladem je systém NETtalk, teny pro pevod anglicky psaného textu transformace signél
na mluveny signal. Tento systém je zalozen na mew® siti s topologii
203-80-26 s X29 vstupnimi neurony pro zakoédovani kontextu
7 pismen psaného textu odpovida jeden neuron, jaqiy jejich vyskytu
aktivni, 80 skrytymi neurony v mezilehlé vr&t26 vystupnimi neurony
reprezentuji fonény odpovidajiciho mluveného sign&unkce sé je
nasledujici: vstupni text se postéppresouva u vstupnich neuforpo
jednom pismenu zprava doleva #&tgm je aktivni prd¥ ten vystupni
neuron, ktery reprezentuje fonén odpovidajici peastimu ze 7 pismen
vstupniho textu. V naSemiigpladé se ¢te prostedni pismeno ,C*

v anglickém slov ,CONCEPT" svyslovnosti [konsept], kterému
odpovida fonén [s]. Stejné pismeno ,C" naahku tohoto slova vSak
v daném kontextu odpovida fonénu [k]. ¥8pa implementace systému
NETtalk vedla ke snaze vytiib systém zaloZeny na neuronové siti
s obracenou funkci, ktera byegvadla mluveny jazyk do psané formy
(tzv. foneticky psaci stroj).

DalSi moznosti vyuziti neuronovych sitikempresedat nag. pro genos
televizniho signalu, telekomunikaci apod. Pro tettel byla vyvinuta
technika pouziti neuronové &ise d¥ma vnitnimi vrstvami a s topologii
N - n/4 - n/4 - n(tji. n neurori ve vstupni vrs®, n/4 neurori ve vnitnich

komprese dat
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expertni systémy

vrstvach a n neurdnve vystupni vrst¥). Paiet neurod ve vnitnich
vrstvach je vyraz& mensi nez je pet neurof ve vstupni a vystupni
vrstwé. Paiet neurofl ve vstupni i vystupni vrstvje stejny, protoze @b
vrstvy reprezentuji stejny obrazovy signal. Tataroeova i se @i raizné
obrazové vzory tak, Ze vstup i vystup tréninkovyctoni predstavuji
totozny obraz. Sitak pro dany obrazovy vstup odpovidébpzné stejnym
vystupem. B vlastnim genosu je pro dany obrazovy signal u vysla
nejprve vypdéten stav skrytych neuréna takto komprimovany obraz je
piendSen informaim kanalem kfijemci, ktery jej dekdduje vygtem
stavi vystupnich neurah Timto zpisobem je ziskan t&fpavodni obraz.
Pri vlastnim experimentu se ukazalo, Ze kvalit®nosu (srovnatelna
s jinymi zpisoby komprese dat) zavisi na tom, zda jsimn@gSené obrazy
podobné tréninkovym vzom, na které se sadaptovala.

Poslednim oborem aplikace neuronovych siti, ktety mvedeme, jsou
expertni systémyVelkym problémem klasickych expertnich systém
zalozenych na pravidlech je vytemi baze znalosti, kter4 byeasov
velmi nar@nou zalezitosti s nejistym vysledkem. Neuronovée sit
piedstavuji alternativnieSeni, kde reprezentace znalosti v bazi vznika
ucenim z pikladovych inferenci. V tomtoifpact aktivni rezim neuronové
sitt zastupuje funkci infer@miho stroje. Na druhou stranu implicitni
reprezentace znalosti neumaje pracovat s neuplnou informaci a
neposkytuje zélvodnéni zawra, coz jsou vlastnosti, bez kterych se
prakticky pouzitelny expertni systém neobejde. degmtoblém caste&ne
ieSi univerzalni neuronovy expertni systém EXPSYi8rykobohacuje
vicevrstvou neuronovou tsi 0 intervalovou aritmetiku pro praci
s nepesnou informaci a o heuristiku analyzujict’, sktera umoiuje
jednoduché vysitleni zawra. Systém EXPSYS byl ugpré aplikovan

v energetice a mediain Nap. v lékaské aplikaci jsou zakddované
piiznaky onemoani a vysledky #iznych vySeteni vstupem do neuronove
sit a diagndzy, pap doporiena I€ba jsou jejim vystupem. Tréninkovou
mnozinu lIze ziskat z kartotéky pacigent

10.3 Implementace neuronovych siti a neuropéitace

Text kapitoly je pevazri prevzat z [6]. OdliSna architektura neuronovych
siti vyZzaduje specialni hardwarovou realizaci. ¥ ®ouvislosti hoviime

o tzv.neurop@itacich. Avsak vzhledem k roz&inosti klasickych paitaca

a kuili problémim spojenym s hardwarovou realizaci neuronovych siti
zatim nejjednodussi implementaci neuronovychsstkterou se n&gstji
setkdvame, je tzwmetware coZ je software pro klasické @tace, ktery
modeluje praci neuronove &itledna sedSinou o demonsttai programy

s efektnim uzivatelskym rozhranim, které simulujagd nejznanyjSich
modeli neuronovych siti na jednoduchychrikbadech. Dokonalejsi
netware ¥tSinou podporuje vyuZiti specializovanych koprocéskteré
efektivné implementuji neuronové funkce a urychl@aso¥ narané
uceni.
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Vlastni neuropditate WtSinou nepracuji samostétrale jsou napojeny na
klasické pd@itace, které mohou realizovat napzivatelské rozhrani. To je
dano gedevsim tim, Ze neurogitece nejsou pouzivany jako univerzalni
potitace, ale pevazr funguji jako specializovana iaeni proieSeni
specifickych dloh, Malé neuropitate jsou spojeny ffimo se sbrnici
klasického poitace a ¥tSi se mohou uplatnit jako servery na lokalni siti.
Podle zjisobu aktualizace paramitrneuronové s#t rozdlujeme
neuropgitace na spojité a diskrétni a podle typu reprezentacéchto
¢iselnych parameirmameanalogové, digitalniresp.hybridni(kombinace
analogovych a digitalnich) neurafitace. Zidkakdy jeden neuron

v implementované siti odpovida jednomu procesorwromExitace
(tzv. pIne implementovanéneuropgitace), coz se vyuziva pro velmi
rychlé vypd@ty vrealném case. \étSinou se konstruuji tzvvirtualni
neuropditace, kde jeden procesor vykonava praci stovek ittiseurori
¢asti implementované neuronoveéésiZ hlediska technologie je¢iSina
neuropd@itacit zaloZzena na klasické mikroelektronice, kde neurony
odpovidaji hradim (nag. specialnim tranzistbm) a vahy synaptickych
Spoj1 jsou reprezentovany rezistorovymi vazbami. Tenitstpp vSak

s sebou pnasi technické problémy jako je velka hustota pjepi
neurorii (roste fddow kvadraticky vzhledem k @tu neurori) nebo
adptabilita vah u vSechkdhto spoji. Proto je adaptivni rezim neuronove
sitt nékdy predem realizovan o@teré pomoci dostupného netwaru na
klasickém peita¢i a vysledna konfigurace 8ije napevno zapojena do
piislusného obvodu neurofitece. Stale vice se zde také uplge
optoelektronika a dlouhode¢si vyhledy pditaji s apl& odliSnymi
technologiemi, jako na&pmaolekularni elektronika, hybridni kipy apod.

neurop@itace

Vyvojéti ze spolénosti Infineon Technologies a z Ustavu Maxe Plancka .
zkonstruovali novytip schopny snimat elektricky signal vysilany Zivymi Neuropaip
nervovymi butkami, viz obr. 29. Z&zeni ozn&ované jako "Neuro-chip”

ziejmé nebude prmyslow vyrakEno a pdéita se pouze s ékolika

dodavkami pro specializovan&decka pracovigt Predpoklada se, ze
technologie najde vyuziti nappri testovani novych lék kdy bude mozné

zkoumat reakce nervovych hiknna potencialni k&vo. Cela technologie

byla prozatim vyzkouSena na mozcich slithddeukip je vyroben zcela

standarda technologii CMOS. Jednotlivé senzo¥pu jsou gitom od

sebe vzdalené 8 mikrométa pra¥ tato obrovska hustota mégplstavovat

hlavni zlepSenim oproti stavajicim obdobnym protiokt Velikost

neuronu se totiz pohybuje mezi 10 a 50 mikrometgze pi priloZeni

Cipu ke zkoumanému vzorku byého byt mozné odést signal ze vSech

neurori - véetns detailrgj$ich udaj o Steni signalu vodivymi viaknyCip

je schopen zaznamenat v jediném okamziku signatten na vSech

svych vice nez 16 000 senzorech, a tak umozniogdasovy vyvoj

nikoliv jen jednotlivych neuroin ale i zkoumaného systému jako celku.

Senzor se {fitom navic vyznéuje velkou citlivosti a dokaZze detekovat

zmeny vysilaného signalu tadu pouhych 100 mikrovait
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Obrazek 29: Neurdp zkonstruovany vyvajéze spolénosti Infineon
Technologies a z Ustavu Maxe Plancka

NejdilezitéjSi probrané pojmy:
- NETtalk,

- neuropgitace,

- netware.

Korespondereni ukol:

Vypracujte seminarni praci na témguziti neuronovych siti v ..(bblast
pouZiti si zvolte samilnformace hledejteipdevSim na www-strankach.
Zankite se pouze na jednu oblast, v niz pouziti neurngotovsiti
rozeberete podrolji. Nedlejte pehled pouziti neuronovych siti
v riznych oblastech.
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